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            초록
          
        

        
          Deaf people use their own national sign or finger languages for communication. They have a lot of inconvenience in both social and financial problems. In this study, a finger language recognition system using an ensemble machine learning algorithm with an armband sensor of 8 channel surface electromyography (sEMG) is introduced. The algorithm consisted of signal acquisition, digital filtering, feature vector extraction, and an ensemble classifier based on artificial neural network (E-ANN). It was evaluated with Korean finger language (14 consonants, 17 vowels and 7 numbers) in 20 normal subjects. E-ANN was categorized with the number of classifiers (1 to 10) and the size of training data (50 to 1500). Mean accuracies and standard deviations for each structure were then obtained. Results showed that, as the number of classifiers (1 to 8) and the size of training data (50 to 300) were increased, the average accuracy of the E-ANN classifier was increased while the standard deviation was decreased. Statistical analysis showed that the optimal E-ANN structure was composed with 8 classifiers and 300 training data. This study suggested that E-ANN was more accurate than the general ANN for sign/finger language recognition. 
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      1. 서론
      전 세계에서 지화 또는 수화를 사용하여 의사소통을 하는 농아인 인구는 약 삼억 육천 만명이다.1 농아인들은 정상인들과 의사소통이 힘들기 때문에 교육, 문화, 예술, 건강, 의료 및 법률 등 다양한 분야에서 경제적, 사회적으로 불평등을 겪고 있으며,2 지화 또는 수화 동작이 국가마다 다르므로 국제적으로 의사 소통을 하는 것은 거의 불가능하다. 

      지화/수화 인식 시스템은 청각장애인과 정상인 사이의 의사소통 장벽을 해결하기 위해 손동작을 음성이나 텍스트와 같은 형태로 바꾸어 줄 수 있으며, 동작의 의미가 다르기 때문에 발생하는 국제적 언어장벽을 해결하는 데에 중요한 역할을 할 수 있다.3 지화 인식 시스템에 관련된 선행연구는 크게 영상처리 및 장갑형 센서 기반의 시스템으로 분류할 수 있다.4-13 영상처리 기반의 지화 인식은 카메라 실험 장비를 통해 획득한 데이터로부터 손의 모양과 위치 측정하여 이와 일치하는 동작을 인식하는 것이다. Singha와 Das4는 영상 배경색과 피부색의 히스토그램을 Euclidean 분류기를 통해 96% 이상의 분류 성능을 갖는 24개의 인도 지화 인식 시스템을 발표하였다. Dong 등5은 Kinect 카메라와 손 사이의 거리를 측정하여 24개의 미국 지화를 90% 이상의 정확도로 분류하였다. 이러한 영상처리 기반의 지화 인식 시스템은 생체신호 계측 센서와 같이 주변 신호 간섭없이 적기 때문에 효과적으로 손 모양을 인식할 수 있으나, 주변의 조명, 카메라 측정 범위가 제한적이며,6 영상장비 가격이 높고 휴대성이 떨어지기 때문에 실용적이지 않았다. 장갑형 센서 기반의 지화 인식 시스템은 저항센서와 자이로 센서와 같이 손의 움직임으로부터 획득할 수 있는 신호를 신체에 착용하는 방식으로 측정하여 손 모양을 예측하는 것으로, 특히 웨어러블 시스템으로 장갑형 센서가 가장 많이 이용되고 있다. Kadous 등7의 연구에서는 장갑형 광섬유 센서로부터 획득한 신호와 결정나무 분류기를 이용하여 95가지 손모양을 80% 이상의 정확도로 분류하였으며, Fang 등8의 연구에서는 10개의 저항센서와 3개의 전자기센서로 구성된 장갑과 퍼지 결정 나무 분류기를 사용하여 75개의 손 모양을 92% 정확도로 분류하였다. 웨어러블 센서 기반의 시스템은 비용면에서 영상처리 기반 시스템보다 실용적이며 주변 환경 영향을 고려하지 않고 사용할 수 있다.7 그러나 땀이 나거나 일상생활에서 장기간 사용하는 것이 불편하다는 제한점이 있다. 

      최근 비침습적 생체신호 계측 센서의 사용에 대한 많은 연구가 활발히 진행되어 왔으며, 근전도 시스템은 영상처리 방식보다 주변 환경에 덜 민감하고 장갑형 센서보다 일상생활 사용에서 더 실용적인 장점이 있다.9-15 또한 다채널 표면 근전도 신호를 이용한 지화/수화 인식 연구들이 수행되고 있다. Zhang 등11은 5채널의 표면 근전도와 Hidden Markov Model (HMM) 분류기를 이용하여 40개의 중국 지화를 93% 인식 정확도로 분류하는 시스템을 발표하였다. Wu 등13은 4채널의 표면 근전도와 Support Vector Machine (SVM) 분류기를 이용하여 40개의 미국 지화를 96% 인식 정확도로 분류하는 시스템을 발표하였다. 이와 마찬가지로 다양한 분류기와 근전도 특성벡터를 이용하는 연구가 최근 가장 널리 연구 방법이 되었다. 하지만 선행연구에서의 근전도 기반 시스템은 근전도 전극이 특정 근육 위치에 전극을 부착되는 과정이 요구되기 때문에 정확한 특정 근육 위치에 대한 전문지식이 요구되며 잘못된 위치에 전극이 부착되면 동작분류 성공률이 바뀌어 문제가 되었다. 그리고 Decision Tree (DT),7 SVM,13 HMM,14 Artificial Neural Network (ANN)16-19 등 단일 분류기 모두 고유의 오차 확률을 가지고 있기 때문에 손의 동작이 다르지만 그 신호가 유사할 때, 잘못된 분류 가능성이 급격히 증가하게 된다. 이런 오류를 최소화하기 위해서 다중 분류기 모델을 구축하고, 모든 분류기 중 가장 빈번하게 나타난 것을 최종 결과로 분류하는 앙상블 학습 알고리즘을 이용할 수 있다.20

      앙상블 분류기는 단일 분류기의 오류 확률을 최소화하기 위한 다중 신호 분류 방식이며, 대표적으로는 두 개 이상의 결정나무 분류기 구조의 랜덤 포레스트(Random Forest)21가 존재한다. 앙상블 분류 구조의 우수성에도 불구하고 이를 이용한 지화 인식 기술은 거의 찾아볼 수 없으며 다중 분류기 구조의 최적화에 관련된 연구는 진행되지 않았다. 

      본 연구에서는 근전도 전극 배열 방식이 간단한 다채널 암밴드형 센서를 제작하고, 한글 지화 인식 시스템을 위한 앙상블 분류 알고리즘 개발 및 최적화를 수행하고 분류 성능을 평가하고자 하였다. 

    

    

  
    
      2. 방법
      
        2.1 하드웨어 및 소프트웨어 개발
        상용화 개발된 암밴드 센서(MYO, Thalmic Labs, Canada)는 근전도 샘플링 주파수가 200 Hz로 제한되어 있으므로 손가락 움직임에 의한 자세한 근신호 변화를 분류하는 데에 어려움이 있다.	본 연구에서는 근전도 주요 스펙트럼(10-300 Hz)을 정상적으로 계측할 수 있는 장비를 자체 개발하여 연구를 진행하였다. 

        본 연구에서는 근전도 신호의 주요 스펙트럼(10-300 Hz)을 계측할 수 있도록 8채널 표면 근전도 센서로 구성된 암밴드 모듈을 개발하였다(Fig. 1). 근전도 센서는 10 mm × 10 mm의 플레이트형 은전극을 포함하고 있으며, 두 전극 간 거리는 10 mm로 설계하였다. 계측된 근전도 신호로부터15 Hz Cutoff 주파수의 2차 하이패스필터 회로를 통해 저주파 잡음을 제거하였으며, 인스트루먼트 증폭기를 통해 1000배 증폭하였다. 모든 채널의 샘플링 주파수는 600 Hz로 하였으며 모든 데이터는 동기화되었다. 계측된 근전도 신호들은 유연한 폴리우레탄 소재의 스트랩 내에 삽입된 I2C 데이터 케이블을 통해 메인보드 내의 마이크로프로세서(nRF52832, Nordic Semiconductor, 노르웨이)로 전송된 후 RF 무선통신으로 PC에 전송되었다. PC에서 다채널 EMG 신호를 실시간으로 모니터링하고 저장할 수 있도록 LabVIEW(Version 2011, National Instruments, USA) 소프트웨어를 이용하여 Fig. 2와 같이 그래픽 사용자 인터페이스를 개발하였다. 

        
          
          

          Fig. 1 
				
          

          
            An armband module with eight SEMG sensors
          
          

          

        

        
          
          

          Fig. 2 
				
          

          
            Graphic user interface of the armband system
          
          

          

        

      

      
        2.2 패턴 인식 알고리즘
        
          2.2.1 근전도 측정 및 필터링
          개발된 암밴드 모듈을 통해 상완 근육의 근배에서 측정된 근전도 신호는 지화 동작 시 손목 및 손가락 움직임에 관련된 정보를 제공하였다. 이 신호는 15-300 Hz 주파수 대역의 4차 디지털 밴드패스필터를 통과시켜 노이즈가 제거되었다. 

        

        
          2.2.2 특성 벡터 추출
          근전도 패턴인식 시스템의 분류 정확도는 측정된 신호의 특징 벡터에 의존하며,22 근전도 신호 특성 값은 시간, 주파수 또는 Wavelet 도메인에서 모두 획득할 수 있다. 그러나 Englehart 등의 연구에 의하면 주파수와 Wavelet 도메인에서의 획득할 수 있는 신호 특성벡터는 연산의 복잡성에 의해 시스템 딜레이가 발생하며, 특히 근전도와 같이 많은 양의 데이터 샘플 수를 요구하는 경우 실시간 시스템에는 적합하지 않을 수 있다.23 즉, 시간 도메인에서 획득할 수 있는 특성벡터들이 연산 과정에서 발생하는 딜레이는 적고 단순한 시스템 설계가 가능하기 때문에, 이것들을 본 연구의 패턴분류에 적용하였다. Table 1은 각 특성벡터의 구성과 식들이다. 표에서 L은 윈도우 길이의 샘플 수를 의미하며, 500 ms 윈도우마다 32 차원 (8개 채널 × 4개 특성)의 특성벡터를 생성하였다. 
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          2.2.3 신호 패턴 분류기
          Fig. 3(a)는 본 연구에서 단일 분류기로 사용한 인공신경망 분류기의 구조를 보여준다. 인공신경망 분류기는 입력 층, 은닉 층, 출력 층으로 구성된다. 입력 층과 은닉 층은 가중치 행렬(W1), 바이어스(B1)로 은닉 층과 출력 층은 가중치 행렬(W2), 바이어스(B2)로 연결되어 있으며 은닉 층과 출력 층은 각각의 활성함수 (Sigmoid 함수) S1, S2가 존재한다. 이는 식(1)로 표현이 가능하다. 
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              Ensemble artificial neural network classification
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          본 연구에서는 은닉 층의 노드를 50개로 설계하였으며, W1, W2, B1, B2 모두 Scaled Conjugate Gradient Back Propagation24 알고리즘을 이용하여 훈련하였다. 

          앙상블 학습은 두 개 이상의 다중 분류기로부터 얻은 결과로부터 신호 패턴을 분류함으로써, 단일 분류기보다 오차 확률이 작다.25 특성 벡터로 구성된 데이터베이스 내에서 일정 수의 벡터를 무작위로 획득하여 2개 이상의 분류기를 훈련시켰으며, 각각의 결과값을 카운트하여 최종 분류 결과를 획득할 수 있는 앙상블 인공신경망 분류기 구조를 설계하였다(Fig. 3(b)). 

        

      

      
        2.3 실험
        암밴드형 센서를 이용한 지화 인식 시스템의 성능 평가는 분류 정확도 분석을 통해 이루어졌다. 상지 근골격계 질환 경험이 없는 20대 정상인 20명(남성 12명, 여성 8명)을 대상으로 실험을 진행하였다. 각 피험자의 오른쪽 상완 근배에 개발된 암밴드센서를 착용시키되, 일정한 전극 위치를 유지하기 위해 기준 센서를 요측수근굴근(Flexor Carpi Radialis) 근배에 위치시켜, 나머지 7개의 센서들은 스트랩에 의해 일정한 간격으로 배열되도록 하였다(Fig. 4). 분류할 동작은 총 38개 한글 지화(14개 자음, 17개 모음, 7개의 숫자)로 선정하였으며 숫자 0, 2, 6은 각각 ㄱ, ㄴ, ㅏ와 모양이 일치하기 때문에 분류동작에서 제외하였다. 

        
          
          

          Fig. 4 
				
          

          
            Armband sensors positioning using reference EMG sensor
          
          

          

        

        8채널의 근전도는 각 동작마다 충분한 양의 특성 벡터를 획득하기 위해 15 초간 계측되었으며, 피험자 마다 상완 근육 구조와 근전도 신호가 다르게 측정되므로 모든 특성벡터는 개인별로 저장하였다. 전체 특성벡터의 80%는 분류기 훈련용으로 나머지 20%는 분류 정확도 평가용으로 할당하였다. 신호 분류 정확도는 5-Fold Cross Validation을 통해 나타난 결과를 토대로 계산하였다. 모든 피험자들은 연구의 목적과 실험 계획에 대한 정보를 사전에 숙지하였으며 모든 실험 과정은 연세대학교 연구윤리위원회승인(1041849-201704-BM-018-01)을 받아 진행하였다. 

        시스템 성능 평가는 두 단계로 수행되었다. 첫째, 앙상블 인공신경망 분류기 구조의 최적화를 진행하였다. 앙상블 학습 기반의 분류 알고리즘의 정확도는 다중 분류 기의 개수와 분류기 훈련데이터 크기에 의존하기 때문에 분류 정확도 비교 평가를 통해 최적의 구조를 분석하였다. 2개부터 10개까지 인공신경망 분류기 개수에 따라 분류 정확도를 50개부터 1500개까지의 훈련용 특성 벡터 데이터 개수를 통해 얻어 비교하였다. 둘째, 최적의 훈련 데이터 개수일 때의 단일 인공신경망 분류기(분류기 수 = 1)와 앙상블 인공신경망 분류기 정확도를 비교하였다. 알고리즘의 분류 정확도 분석은 MATLAB (Version R2015a, Mathworks Inc., USA)을 이용하였다. 

      

      
        2.4 통계 분석
        모든 결과값은 평균±표준편차로 표현하였다. 앙상블 인공신경망의 구조별 분류 정확도 비교 평가는 분류기 개수와 훈련 데이터 크기에 따라 반복측정 이원 분산분석을 통해 분석하였으며 Tukey 사후 검증을 하였다. 단일 인공신경망과 앙상블 인공신경망의 성능 비교는 Paired T-Test를 적용하였다. 통계 분석은 유의수준 5%로 SPSS Statistics (Version 24, IBM, USA)를 통해 진행하였다. 

      

    

    

  
    
      3. 결과 및 토의
      
        3.1 앙상블 인공신경망 분류기 구조 최적화
        Figs. 5(a)와 5(b)는 분류기 수가 1개인 단일 인공신경망(분류기 수 = 1)과 앙상블 인공신경망(분류기 수 ≥ 2) 알고리즘의 분류기 개수 및 훈련데이터 크기에 따른 평균 분류 정확도와 표준편차를 나타낸 것이다. 모든 앙상블 분류기 구조에서 96.93% 이상의 분류 정확도를 확인하였으며, 분류기 개수와 훈련 데이터크기(N)가 증가함에 따라 분류 정확도도 증가하고 표준편차는 감소하는 경향을 발견할 수 있었다. 단일 분류기는 훈련 데이터 수에 상관없이 모두 앙상블 인공신경망보다 낮은 정확도를 보이고 높은 표준편차를 보였다. 

        
          
          

          Fig. 5 
				
          

          
            Average classification accuracies and standard deviation of finger language recognition system according to the number of classifiers and size of training data
          
          

          

        

        반복측정 이원 분산분석 결과로 앙상블 구조는 분류기 개수와 훈련 데이터 수 모두 통계적으로 유의한 차이를 보였으며(p < 0.05), 분류 정확도에 대한 사후분석 결과 8개 이상의 분류기 개수와 300개 이상의 훈련 데이터 수부터 유의한 증가를 보이지 않았다. 

        앙상블 인공신경망 분류기에서 분류기의 개수는 시스템의 전체 연산요구량과 비례하며 과도한 연산요구량은 향후 실시간 시스템에 적용하기 힘들 수 있다. 또한 과도한 분류기 훈련데이터 크기는 필요 이상의 데이터를 획득하는 것을 의미하며 사용자들에게 분류기 훈련 과정에서 불필요한 시간을 요구하는 것과 같다. 따라서 앙상블 인공신경망 분류기는 최적의 구조가 정의된 후 시스템에 적용될 필요가 있다. 

      

      
        3.2 단일 분류기와 앙상블 인공신경망 비교
        Fig. 6은 분류기 수가 8개인 앙상블 인공 신경망의 분류 정확도를 일반적인 인공신경망과 비교한 그림으로, 앙상블 인공신경망이 단일 인공신경망보다 유의하게 높은 분류 정확도를 보였다. 

        
          
          

          Fig. 6 
				
          

          
            Comparison of classification accuracies using optimal model E-ANN and general ANN
          
          

          

        

      

      
        3.3 선행 연구 비교
        Table 2는 지화 인식 관련 선행연구와 본 연구결과를 요약한 것이다. 본 연구에서 선정된 동작 수가 선행연구보다 더 많았음에도 불구하고 분류 정확도가 높게 나타났다. 특히, Savur와 Sahin10은 본 연구와 유사하게 인공신경망 분류기와 다채널 표면 근전도를 이용하여 26가지 지화 동작을 분류하였으나, 단일 분류기를 적용한 선행 알고리즘은 앙상블 인공신경망보다 분류 정확도가 낮았다. 

        
          Table 2 
				
          

          
            Comparison with previous studies
          
          

        

        
          
            
              	Author
              	Sensor types
              	Recognition targets (the number of targets)
              	Classification accuracy
            

          
          
            	Singha, J. and Das, K.4
            	Video camera
            	American alphabet (24)
            	96.25%
          

          
            	L. A. E. Jiménez et al.26
            	Glove
            	Ecuadorian alphabet (30)
            	89.01%
          

          
            	Savur, C. and Sahin, F.10
            	EMG sensor
            	American alphabet (26)
            	91.73%
          

          
            	Our study
            	Armband-type EMG sensor
            	Korean finger language (38)
            	>97.40%
          

        

        

      

      
        3.4 제한점
        본 연구에서 8채널 근전도 센서를 사용하여 암밴드를 구성하였기 때문에 착용하는 방향에 따라 센서들이 측정하는 근육의 위치 및 신호가 변화하고, 이에 따른 분류 오류가 발생할 수 있다. 이 문제를 해결하기 위해서 향후 연구에서는 하나의 전극 위치에서만 신호를 측정하지 않고 센서 재착용을 반복하면서 훈련 데이터세트를 구성하여 오차를 줄일 필요가 있다고 생각한다. 

      

    

    

  
    
      4. 결론
      본 연구에서는 상완에 착용할 수 있는 암밴드형 다채널 근전도 센서를 제작하여 지화 동작을 인식할 수 있는 시스템을 개발하였다. 근전도 신호의 MAV, RMS, VAR, WL로 구성된 특성벡터를 획득하고 앙상블 학습 기반의 다중 분류기를 이용하여 지화 인식 알고리즘을 개발하였으며 97.4% 이상의 분류 성능을 확인하였다.	앙상블 분류 구조는 분류기의 개수와 학습 데이터 크기에 따른 인식 정확도를 비교 분석하였고, 8개의 분류기와 300개의 학습 데이터 크기에서 최적의 분류기 구조였음을 확인할 수 있었다. 또한 본 연구에서 개발한 지화 인식 알고리즘은 기존의 단일 분류기보다 더 높은 분류 정확도를 가지고 더 안정적인 성능을 확인할 수 있었다. 
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