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            초록
          
        

        
          Hands perform various functions. There are many inconveniences in life without the use of hands. People without the use of hands wear prostheses. Recently, there have been many developments and studies about robotic prosthetic hands performing hand functions. Grasping motions of robotic prosthetic hands are integral in performing various functions. Grasping motions of robotic prosthetic hands are required recognition of grasping targets. A path toward using images to recognize grasping targets exists. In this study, object recognition in images for grasping motions are performed by using object detection based on deep-learning. A suitable model for the grasping motion was examined through three object detection models. Also, we present a method for selecting a grasping target when several objects are recognized. Additionally, it will be used for grasping control of robotic prosthetic hands in the future and possibly enable automatic control robotic prosthetic hands.
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      1. 서론
      전쟁과 산업재해 등 여러 원인으로 과거에서부터 현재까지 손이 절단된 환자들은 지속적으로 발생하고 있다. 손은 일상생활에서 많은 기능을 수행하기 때문에 손이 없는 불편함은 매우 클 것이다. 손의 기능을 대체하기 위해 의수의 개발 및 사용이 이루어지고 있고, 근래에는 로봇공학과 생체공학의 발전으로 다양한 기능과 자연스러운 동작이 가능한 로봇의수가 개발되고 있다.1,2 로봇의수는 기구학적 다자유도 구현을 통해 실제 손과 같은 자유로운 움직임이 가능하게 하는 것도 중요하지만 물체를 사용자의 의도에 맞게 파지할 수 있도록 제어하는 기술의 개발이 절실하다. 이를 위해 절단 부위 근처 피부에서 획득한 근전도 신호를 분석하여 로봇의수를 제어하는 연구들이 주로 소개되어 왔다.3,4 하지만 근전도를 이용하는 방식은 절단 장애인의 절단 부위나 잔존 근육의 형태 등이 개인마다 다르므로 근전도 신호의 패턴 대비 파지 의도 간의 관계를 일반화하기 어렵다는 문제가 있다. 이 때문에 일부 상용화된 로봇의수의 경우 파지 동작을 제어하기 위해 의수 장치에 달려있는 파지 동작 버튼을 누르거나 스마트폰 앱을 통한 무선조작을 통해 파지 동작을 결정하는 경우도 있다.5,6 본 연구에서는 기존의 파지 동작 제어 방식이 아니라 Fig. 1과 같이 1인칭 시점의 카메라를 절단 장애인이 착용하고 이를 통해 얻은 영상에서 물체를 검출하고 물체의 형상에 따른 파지 동작을 자동으로 구분하고자 한다. 특히 전통적인 컴퓨터 비전 기술을 이용한 영상기반 물체검출이 아닌 최근 많은 분야에 응용되고 있는 딥러닝 기반 물체검출 기술을 접목하고자 한다. 로봇의수의 파지 대상 검출을 위해 딥러닝 기술을 접목한 사례로, EOG (Electrooculography) 신호와 카메라를 사용하여 영상 내 하나의 물체만 나타나도록 영상을 획득하고 딥러닝 Classifier를 통해 물체 형태를 검출하는 연구가 소개된 바 있다.7 또한 하나의 물체가 촬영된 영상 내 배경을 다양한 기법으로 삭제하고 딥러닝 Classifier와 근전도 신호로 로봇의수 파지 동작을 제어하는 연구가 소개되었다.8 하지만 이와 같은 연구들은 여러 전처리가 필요하고 각 연구에서 자체 제작한 CNN 알고리즘을 사용하여 현재 개발 중인 로봇의수 시스템에 적용하거나 수정 및 보완이 어렵다.

      
        
        

        Fig. 1 
				
        

        
          Schematic diagram of grasping motion control of robotic prosthetic hand
        
        

        

      

      본 연구에서는 수정과 보완이 용이하도록 현재 공개된 3가지 물체검출 알고리즘 YOLO (You Only Look Once) v3,9,10 Inception SSD (Single Shot MultiBox Detector)11,12 그리고 Mobilenet SSD11,13 알고리즘으로 대표적인 파지 동작인 Cylindrical Grasp와 Tripod Pinch에 대한 물체를 재학습 후 테스트를 통해 최적의 알고리즘을 선정하였다. 또한 영상 내 여러 파지 대상 물체가 검출되었을 때 하나의 파지 대상을 선정하는 방식에 대해 소개하고자 한다.

    

    

  
    
      2. 딥러닝 기반 물체검출 방법
      앞서 선정한 3가지 알고리즘의 선정 배경으로 Faster R-CNN (Regions with CNN),14 Mask R-CNN15 등 기존 Object Detection 알고리즘들과 같이 높은 정확도를 가지지는 않지만 실시간 동작이 가능하도록 높은 계산 속도와 전처리 작업이 없는 YOLOv3, Inception SSD와 Mobilenet SSD 알고리즘을 선택하였다. 2장에서는 선택한 알고리즘들에 대한 설명은 다음과 같다.

      
        2.1 YOLO Algorithm
        우선 YOLO는 2015년 소개되었다.9 YOLO가 소개되던 당시 기존에 소개되었던 알고리즘들은 이미지 내 물체의 경계 상자를 찾기 위한 Region Proposal과 경계 상자 내 물체의 종류를 구별하는 Classification 두 단계를 거치게 된다. 이러한 알고리즘들은 높은 정확도를 가지지만 Region Proposal에서 많은 수의 경계 상자 추정으로 인해 실행속도가 느리다는 단점이 있었다. YOLO는 실행속도가 느린 단점을 해결하고자 아래의 Fig. 2에서 볼 수 있듯이 이미지를 격자로 나누어 각각의 격자에서 일정 수의 경계 상자와 박스 내 물체 종류를 동시에 추정하도록 두 단계를 한 단계로 합하여 진행하였다. 두 단계를 거치는 기존 알고리즘들보다 경계 상자를 추정하는 횟수가 줄어들어 정확도는 낮아지고 실행속도를 위해 격자를 크게 나누어 영상 내 작은 물체는 식별이 어렵다는 문제가 있지만 실행속도가 상당히 높아진 알고리즘을 소개하였다. 실행속도는 유지하고 정확도와 작은 물체검출을 위한 다양한 기법10을 시도한 v3 버전을 본 연구에서는 사용하였다.

        
          
          

          Fig. 2 
				
          

          
            Prediction process of YOLO algorithm
          
          

          

        

      

      
        2.2 SSD Algorithm
        다음으로 Inception SSD와 Mobilenet SSD에 공통적으로 들어가는 SSD이다.11 SSD는 Fig. 2의 YOLO와 동일하게 이미지를 격자로 나누어 각 격자당 경계 상자와 물체 식별을 동시에 진행한다. 하지만 YOLO와 다른 점은 대표적으로 Convolution 연산으로 영상에서 Feature Map을 추출하는데 이 Feature Map을 크기가 다르게 추출한다. 이것으로 영상 내 영역을 많이 차지하지 않는 작은 물체는 큰 Feature Map에서 경계 상자와 물체 식별이 이루어지고, 영상 내 영역을 많이 차지하는 큰 물체는 작은 Feature Map에서 경계 상자와 물체 식별이 이루어진다. 이로 인해 높은 실행속도와 정확도를 가진다고 소개하였다.

        SSD 알고리즘은 Feature Map을 추출하는 다른 알고리즘 구조를 가지고 이후에 여러 보조적인 구조를 추가하였다. 그러므로 Feature를 추출하는 알고리즘을 추가해야 한다. 본 연구에서는 이 Feature를 추출하는 알고리즘으로 Inception과 Mobilenet을 사용하였다. 여기서 Inception은 Google에서 개발한 알고리즘으로 딥러닝 연산 중 하나인 Convolution 연산을 좀 더 작은 형태의 Convolution 연산 조합으로 분할하여 계산하는 방식이다. 이를 통해 전체 연산해야 할 알고리즘의 Parameter 수를 줄이는 결과를 소개하였다.12 그리고 M obilen et은 속도를 향상시키기 위해 Convolution 연산을 변형하여 Depth-Wise Separable Convolution (DSC)을 사용한다. 이 DSC를 사용하면 정확도에는 영향을 크게 미치지 않지만 계산량이 약 9배 낮아지는 결과가 나타났다.13 이 2가지 알고리즘을 SSD 알고리즘 앞 Feature를 추출하는 구조에 적합하여 사용하였다.

      

    

    

  
    
      3. 딥러닝 학습 방법
      로봇의수 파지 동작 제어의 최적인 알고리즘을 선정하기 위한 후보 알고리즘들을 살펴보았다. 후보 알고리즘들 중 가장 최적의 알고리즘을 선정하기 위해 파지 동작에 맞추어 알고리즘들을 재학습하였다. 재학습 시 물체 인식을 위한 Class는 Figs. 3(a)와 3(b)와 같이 Cylindrical Grasp, Tripod Pinch의 2가지 파지 동작을 선정하였고, 파지 동작별 대표되는 물체를 Figs. 3(c)와 3(d)에 나타냈다. 학습에는 Figs. 3(c)와 3(d)를 인식하도록 Training Dataset을 구축하였다. 2가지 파지 동작의 선정 배경은 다양한 파지 동작이 있지만 그 중 사용 빈도 수가 가장 높고 동작별 물체 외부 모양 차이가 두드러지게 나타나는 2가지를 선택하였다. 재학습에 필요한 2가지 물체 이미지 3000장을 촬영하였고, 몇 가지 대표되는 훈련 이미지를 Fig. 4에 나타내었다. 이미지의 크기는 촬영 시 1920 × 1080 크기로 촬영하였고, Training 시 300 × 300의 크기로 Resize하여 입력하였다. 훈련 이미지의 정답이 되는 이미지 내 물체의 위치와 크기, 물체의 종류가 표현된 Label을 PASCAL VOC Dataset 양식을 따라 작성하였다. 모든 알고리즘들은 2가지 Class만 식별하도록 마지막 Layer를 수정하였고, Imagenet Dataset을 통해 미리 학습되어 있는 가중치를 기반으로 재학습하였다. 재학습 시 사용된 환경은 i7-4790(CPU), 16 GB (RAM), NVIDIA TITAN X (GPU) 그리고 UBUNTU 16.04의 환경과 하드웨어이고 Test 역시 동일한 환경과 하드웨어에서 진행하였다.

      
        
        

        Fig. 3 
				
        

        
          Two grasping types and representative objects
        
        

        

      

      
        
        

        Fig. 4 
				
        

        
          Training images of two classes grasping
        
        

        

      

    

    

  
    
      4. 딥러닝을 이용한 물체검출
      
        4.1 학습된 딥러닝을 이용한 물체검출 방법
        의수로봇 제어에 최적인 알고리즘을 선정하기 위해 테스트를 진행하였다. 알고리즘 비교를 위해 정확한 의수로봇 제어에 필요한 물체검출 성능, 즉 mAP (mean Average Precision)16와 실시간 의수로봇 제어를 위해 물체검출 시 소요되는 계산 속도를 측정하였다. mAP와 계산 속도를 측정하기 위해 학습에 사용하지 않은 새로운 물체로 100장의 이미지를 촬영하였다. 이미지는 학습과 동일하게 1920 × 1080 크기로 촬영되었고, 300 × 300 크기로 Resize하여 알고리즘에 입력하였다. 테스트를 통해 검출된 결과에서는 Class 이름을 간결하게 “Cylindrical Grasp”은 “Grasp”으로, “Tripod Pinch”는 “ Pinch”로 표현하였으며 몇 가지 결과 이미지를 Fig. 5에 나타내었다.

        
          
          

          Fig. 5 
				
          

          
            Results of the object detection test
          
          

          

        

      

      
        4.2 학습된 딥러닝을 이용한 물체검출 결과
        4.1절에서 언급한 방법으로 테스트를 진행하였고 mAP 도출에 필요한 False Positive (FP)와 True Positive (TP)를 찾아 Table 2에 나타내었다. 여기서 FP는 테스트 영상 내 검출된 물체 중 정답과 다른 검출을 말하고, TP는 FP와 반대로 정답과 동일한 검출을 말한다. Table 2에서는 전체 테스트를 통해 검출된 물체들 중 TP와 FP 수를 나타낸 것이고, 이를 통해 검출된 물체 중 얼마나 정확한 물체검출이 이루어졌는지 확인할 수 있다. 각 알고리즘별 FP의 수를 보면 Inception SSD와 Mobilenet SSD는 49이지만 YOLOv3는 23으로 다른 두 알고리즘에 비해 낮게 나타난다. 이는 YOLO가 다른 두 알고리즘에 비해 물체검출 시 배경에 의한 영향이 적은 특징이 있기 때문으로 판단된다. Table 2의 결과를 이용하여 각 알고리즘별 mAP를 도출하였고 1장의 이미지가 계산되는 시간을 측정하여 Table 1에 각각 나타내었다. 의수로봇 제어에 중요한 성능 지표인 검출 정확도와 검출 속도를 고려하여 의수로봇 제어에 가장 적합한 알고리즘을 선정하였다. 그 결과 mAP 80%, 계산 속도는 21 ms의 성능을 가지는 YOLOv3를 의수로봇 제어를 위한 물체검출 알고리즘으로 선정하였다.

        
          Table 1 
				
          

          
            Accuracy and operating speed for object detection algorithm
          
          

        

        
          
            
              	Algorithm
              	mAP [%]
              	Speed [ms]
            

          
          
            	Inception SSD
            	52
            	40
          

          
            	Mobilenet SSD
            	53
            	29
          

          
            	YOLOv3
            	80
            	21
          

        

        
          
            mAP (mean Average Precision)
          

        

        

        
          Table 2 
				
          

          
            False positive (FP) and true positive (TP) for object detection algorithm
          
          

        

        
          
            
              	Algorithm
              	FP
              	TP
              	Sum
            

          
          
            	Inception
SSD
            	Grasp: 47
Pinch: 2
Sum: 49
            	Grasp: 12
Pinch: 39
Sum: 51
            	Grasp: 59
Pinch: 41
Total: 100
          

          
            	Mobilenet
SSD
            	Grasp: 49
Pinch: 0
Sum: 49
            	Grasp: 12
Pinch: 39
Sum: 51
            	Grasp: 61
Pinch: 39
Total: 100
          

          
            	YOLOv3
            	Grasp: 21
Pinch: 2
Sum: 23
            	Grasp: 38
Pinch: 39
Sum: 77
            	Grasp: 59
Pinch: 41
Total: 100
          

        

        

      

    

    

  
    
      5. 이미지 분류와 파지 대상 선정
      
        5.1 파지 대상 선정 방법
        만약 획득한 영상 내 여러 개의 파지 후보 물체가 검출되는 경우 로봇의수 파지 동작 결정을 위한 하나의 파지 대상 선정이 필요하다. 본 연구에서는 1인칭 카메라로 영상을 획득하므로 영상의 중심에 파지 대상이 존재할 것으로 가정하였다. 따라서 파지 대상이 영상 내에 존재할 확률을 영상 중심을 기준으로
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        식(1)과 같은 2차원 가우시안 분포를 나타낸다고 가정하였다. 식(1)에서 x는 확률 변수 벡터이고, ∑는 공분산 행렬이며 μ와 det는 평균 벡터와 행렬식(Determinant)이다. 물론 이때 공분산 행렬(∑)은 개인마다 달라질 수 있다. Fig. 6의 경우 파지 대상 선정 실험을 위해
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          Fig. 6 
				
          

          
            Object priority selection method for grasping control
          
          

          

        

        으로 하였다. 이를 실제 이미지 위에 투영하면 Fig. 6과 같다. 또한 영상 내 여러 물체가 검출되었을 때 물체별 대푯값(P)을
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        로 정의하였다. 여기서, 대푯값은 검출된 경계 상자 내 각 픽셀(Pixel) 위치(g)에 따른 확률 값(A)을 모두 합하여 경계 상자 내 전체 픽셀 수(G)로 나눈 값이다. 이와 같은 방법으로 여러 개의 물체가 동시에 검출되었을 때 가장 높은 대푯값(P)을 가지는 물체를 파지 대상으로 선정하였다. Fig. 6에서 볼 수 있듯이 파지 대상으로 선정된 Tripod Pinch는 경계 상자가 실선으로 나타나며, 이미지의 왼쪽 상단에 선정된 파지 대상이 표시되도록 하였다.

      

      
        5.2 파지 대상 선정 수행 결과
        Fig. 7(a)는 파지 대상이 중심부 a-3의 물체가 가장 높은 값(12.1%)을 가지는 경우의 이미지이고, Fig. 7(b)는 중심부 b-2의 물체가 가장 높은 값(8.7%)을 가지는 경우이다. 각 물체가 파지 대상이 될 확률을 Table 3에 정리하였다. 두 이미지 모두 파지 대상으로 선정된 물체의 대푯값이 가장 높게 나타나고 경계 상자가 실선으로 표시되며 각 이미지의 왼쪽 위에 선정된 파지 대상이 잘 표시되는 것을 확인할 수 있었다.

        
          
          

          Fig. 7 
				
          

          
            Selection test of the grasping target
          
          

          

        

        
          Table 3 
				
          

          
            Probability of detected objects in case of Figs. 7(a) and 7(b)
          
          

        

        
          
            
              	Object
number
              	Percentage
[%]
              	Object
number
              	Percentage
[%]
            

          
          
            	a-1
            	0.4
            	b-1
            	6.5
          

          
            	a-2
            	0.2
            	b-2
            	8.7
          

          
            	a-3
            	12.1
            	b-3
            	0.1
          

          
            	a-4
            	0.2
            	b-4
            	0.3
          

          
            	a-5
            	1.0
            	
            	
          

        

        

      

    

    

  
    
      6. 토의
      본 논문은 로봇의수의 대표적인 2가지 파지 동작인 Cylindrical Grasp, Tripod Pinch를 적용할 수 있는 물체들에 대하여 학습을 수행하고 딥러닝 알고리즘별 물체검출 정확도와 계산 속도를 측정하여 로봇의수 제어에 적합한 알고리즘을 찾았다. 그 결과 YOLOv3가 최적의 알고리즘으로 선정되었다. 그리고 하나의 영상 내 여러 물체가 검출되었을 때 영상 내 파지 대상이 존재할 확률을 바탕으로 파지 대상을 선정하였고, 실시간으로 촬영된 각 이미지에 대해 파지 대상 검출을 수행하였다. 향후 좀 더 다양한 종류의 파지 동작과 다양한 학습 데이터로 딥러닝 알고리즘을 학습하여 다양한 물체에 적합한 파지 동작 검출이 가능하도록 할 예정이다. 본 논문에서의 파지 대상 선정 실험은 정상인의 1인칭 시점 영상을 이용하여 진행되었다. 이는 실제 로봇의수를 착용한 절단 환자의 시점에서 파지 대상 선정 확률과 차이가 있을 것이라 예상된다. 이를 보완하기 위해 절단 환자가 착용한 로봇의수를 인식하고 검출된 물체와의 관계를 파악하여 파지 대상을 선정하는 방법을 제안할 것이며, 로봇의 수 제어를 위해 선정된 파지 대상을 물체검출과 파지 대상 선정이 이루어지는 Host PC에서 무선으로 의수로봇에 전송하여 파지 대상에 적합한 파지 동작이 구동될 수 있도록 계획 중이다. 영상기반 의수로봇 제어는 기존 연구3,4,6와 다르게 파지 동작이 시작될 시점이 중요하다. 이는 앞서 계획한 로봇의수를 인식하여 물체와 로봇의수 간 관계로 파지 동작 제어 시점을 결정할 수 있을 것이다. 그리고 2차원 영상을 이용하여 공간상 로봇의 수와 대상 물체의 정확한 위치 관계 파악이 어려울 것이므로 3차원 데이터를 이용하여 이러한 문제를 해결하는 연구를 계획하고 있다. 4.2절의 Table 1에서 YOLOv3의 mAP가 다른 두 알고리즘보다 높게 나타나는 것을 볼 수 있는데 이는 COCO Dataset17을 이용하여 알고리즘을 훈련하여 계산하고 공개한 mAP 값18,19 Mobilenet SSD = 21%,18 Inception SSD = 24%,18 YOLOv3 = 52%19을 비교하여도 YOLOv3의 mAP 값이 다른 두 알고리즘보다 높게 나타나는 것을 알 수 있다. 또한 Table 2를 보면 각 알고리즘에서 모두 “Grasp”의 FP가 높게 나타나는데 이는 훈련 데이터로 사용된 “Cup”이 다양한 물체들과 상황의 영상이 충분히 학습되지 못한 것으로 보인다. 향후 좀 더 다양하고 많은 양의 학습 데이터를 확보하고 학습한다면 좀 더 높은 정확도를 가질 수 있을 것으로 보인다.

    

    

  
    
      7. 결론
      본 논문에서는 로봇의수의 자동적인 자세 추정을 위한 첫 번째 단계로 로봇의수 제어에 적합한 딥러닝 기반 Object Detection 알고리즘을 선정하였고, 영상 내 여러 물체가 검출 되었을 때 하나의 파지 대상을 선정하는 방식을 소개하였다. 구체적으로, 로봇의수 제어에 적합한 Object Detection 후보 알고리즘은 Inception SSD, Mobilenet SSD, 그리고 YOLOv3이다. 이들을 본 논문에서 설정한 2가지 파지 동작과 물체를 이용하여 재학습하고 테스트를 통해 mAP와 실행속도를 비교하였다. 그 결과 YOLOv3 알고리즘이 최적의 알고리즘의 결과를 알 수 있었다. 또한 하나의 영상 내 여러 물체들이 검출되었을 때 하나의 물체에 대해서만 파지 동작이 결정되어야 하므로 영상의 중심에 파지 대상이 존재할 것으로 가정하고 검출된 물체의 대푯값을 계산하여 대푯값이 가장 큰 물체를 파지 대상으로 선정하였다. 몇가지 테스트를 통해 파지 대상 선정이 잘 이루어지는 것을 확인하였다. 이를 통해 기존 연구3-6대비 편리하고 효과적인 의수로봇 파지 동작 제어 방법이 될 것으로 기대한다.
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