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            초록
          
        

        
          Tool condition monitoring is one of the key issues in mechanical machining for efficient manufacturing of the parts in several industries. In this study, a tool condition monitoring system for milling was developed using a tri-axial accelerometer, a data acquisition, and signal processing module, and an alexnet as deep learning. Milling experiments were conducted on an aluminum 6061 workpiece. A three-axis accelerometer was installed on a spindle to collect vibration signals in three directions during milling. The image using time-domain, CWT, STFT represented the change in tool wear of X, Y axis directions. Alexnet was modified to learn images of the two directional vibration signals, to predict the tool condition. From an analysis of the results of learning based on the experimental data, the performance of the monitoring system could be significantly improved by the suitable selection of the data image method.
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      1. 서론
      가공공정은 제품 제조 과정에서 필수적이며, 공구 파손을 방지하고 고장 위험을 줄이려면 효과적인 모니터링 시스템이 필요하다.1-3 모니터링 시스템은 고장 발생 전에 사용자에게 공정 상태를 알려주는 시스템으로서 제품의 생산성 유지를 목적으로 개발된다. 이러한 이상진단 시스템은 디지털 트윈 시대에 접목되어 누적된 데이터를 기반으로 상태를 진단하면서 실시간으로 시스템의 상태를 고려하여 개발되고 있다.4-7

      모니터링 시스템은 모델 기반과 데이터 기반의 2가지 유형으로 개발된다.8-10 모델 기반의 모니터링 시스템은 동적 응답 특성의 몇 가지 가정을 통해 수학적 모델로 유도하여 시스템을 진단한다.11-13 또한, 이 시스템은 상태에 대한 원인과 분석이 용이하지만 기계 시스템에 적용하는데 설계단계부터 고려해야 한다. 데이터 기반의 모니터링 시스템은 설치된 센서에서 측정된 데이터를 통계적 및 스펙트럼 등 여러 방법을 토대로 분석하여 상태를 진단하는 시스템이다.14 딥러닝이 활용되면서 데이터 기반 진단 시스템의 정확도는 누적된 데이터의 크기에 따라 결정된다.

      공작기계는 다양한 소재를 가공하여 부품을 제작한다. 가공 공정은 소재의 특성과 형상을 고려하여 인서트, 엔드밀, 비트 등 다양한 공구가 사용된다. 공구는 소재를 가공하면서 발생하는 절삭 저항과 마찰로 인해 마모된다.15,16 테일러의 공구 수명식은 공구의 수명을 계산하여 교체 시기를 예측하는 가장 기본적인 식이다.17 기존 테일러 공구 수명식을 활용하여 주축의 가속도, 절삭 부하 및 주축의 부하 등 여러 데이터를 측정하여 공구의 파손 여부를 알려주는 연구가 진행되었다.18 절삭 부하는 공구 동력계를 공작기계 테이블에 설치하여 측정할 수 있다. 이러한 공구 동력계는 구매 비용이 높아 일반 현장에서는 활용하는 사례가 적다. 주축 부하는 토크 모델을 기반으로 주축의 전류값을 통해 확인할 수 있으며 이를 이용한 공구 상태 모니터링 시스템이 개발되었다.19,20 가속도 데이터 기반의 진단 모델은 고장 유형의 상태를 잘 나타내는 특징변수를 기반으로 개발되었다.

      Shi는 볼 밀의 하중을 추정하기 위해 진동 데이터의 푸리에 변환 기반 특징 추출 방법을 제안하였다.21 Hui는 기어박스의 가속도를 측정하여 크랙 형상 정도에 따라 경험적 모드 분해법에 기초한 주파수 영역 특징, 통계적 특징을 활용하여 이상 특징 분석을 수행하였다.22 Kankar는 볼 베어링의 진동 데이터를 수집하고 각 결함에 대해 통계적 특징을 추출하여 인공 신경망과 서포트 벡터 머신을 사용하여 진단 시스템을 개발하였다.23 Yang은 진동 신호와 기계의 상태 관계를 나타내는 심층 신경망을 개발하여 절삭 공정 및 채터링을 포함하여 입력 진동 신호와 가공 상태 사이의 고유한 관계를 밝히는 자동 특징 추출 방법을 제안하여 채터를 진단하였다.24

      본 논문은 데이터 기반의 공구 상태 진단 모델을 개발하였다. 주축에 설치된 가속도계를 통해 신호를 수집하여 시간 기반의 이미지, CWT (Continuous Wavelet Transform), STFT (Short Time Fourier Trasnfrom)을 사용하였다. 학습에 사용된 신경망은 사전 학습된 신경망 Alexnet을 사용하였다. 그 결과 정확도가 가장 높은 특징 데이터를 선정함으로써 공구 상태 진단 시스템을 개발하였다. 단시간 푸리에 변환을 이용한 학습 데이터를 활용하여 최적의 신경망 개발과정 없이 미리 학습된 신경망으로 정확도 약 83%의 진단 모델을 개발하였다.

    

    

  
    
      2. 학습 데이터
      
        2.1 시간 기반의 이미지
        측정한 신호에 대해 일정한 간격으로 샘플링된 신호를 설정한 행렬 크기에 나열함으로써 시간 기반의 이미지를 구성하였다. RGB의 값을 고려하여 각 행렬의 요소 최댓값은 255이다. 행렬 변환식은 식(1)로 정의되며 M은 행렬의 성분을 나타내며 L은 일정한 간격으로 샘플링한 신호를 의미한다. Fig. 1의 시간 신호에 대한 이미지는 Fig. 2로 나타낼 수 있으며, X축과 Y축은 행렬의 크기 M을 의미하고, P는 RGB색에 대한 정보로 정의된다. 시간 기반의 이미지는 쉽게 학습 데이터를 구성할 수 있지만, 행렬의 크기에 따라 이미지의 크기가 제한되는 단점이 있다.
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          Fig. 1 
				
          

          
            Example of time domain signal
          
          

          

        

        
          
          

          Fig. 2 
				
          

          
            Time domain image from signal
          
          

          

        

      

      
        2.2 CWT
        연속 웨이블릿 변환은 비정상 신호, 광대역 신호, 멀티스케일 신호 등의 시간-스케일 관계를 지닌 신호에 대한 분석 기법이다.

        신호의 부분적인 정보에 대한 주파수 특성을 알 수 없으며 신호가 멀티스케일 특성을 지니거나 비정상 특성을 지닐 경우 푸리에 변환에서 확인되지 못한 신호의 물리적 특성을 확인할 수 있다. 웨이블릿 변환은 신호 f(t)를 시간-스케일 공간으로 나타내는 것을 의미하며 식(2)와 같이 정의된다.
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        ψb,a(t)는 웨이블렛 모 함수(Mother Wavelets) ψ(t)로부터 웨이블렛 압축 계수(Contraction Coefficient) a와 전이 계수(Transition Coefficient) b의 합성으로 이루어진다. 웨이블릿 변환 및 역변환을 위한 허용 가능 조건은 웨이블릿 기하학적 특성 식(4)와 식(5)에서 확인된다.
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        웨이블릿 변환은 가속도 신호의 시간-스케일 영역으로 분해하여 3차원 공간을 형성한다. 시간-스케일 공간은 1차원 신호와 웨이블렛 패밀리의 연속적인 합성에 의해 생성되며, 이 공간을 따라 신호의 위치에 따른 스케일 성분의 진폭이 나타난다. 신호가 멀티스케일을 지니고 있을 경우 서로 다른 성분의 파장이 중첩되어 형성된 신호는 기존의 푸리에 변환으로 모든 스케일 특성을 표현할 수 없으나, 웨이브렛 변환은 하나의 큰 스케일 공간에 신호의 모든 스케일 특성을 표현한다. Fig. 1의 시간 신호에 대해 연속 웨이블릿 변환을 이용하여 추출한 이미지는 Fig. 3과 같다. 연속 웨이블릿 변환 기법은 다양한 윈도우 크기로 분석하여 정밀한 해상도 패턴을 획득할 수 있는 장점이 있다.

        
          
          

          Fig. 3 
				
          

          
            Continuous wavelet transform image from signal
          
          

          

        

      

      
        2.3 STFT
        단시간 푸리에 변환 기법(Short Time Fourier Transform, STFT)는 시간-주파수 분석 기법이다. 연속 웨이블릿 변환과 달리 일정한 윈도우 사이즈를 가지고 있으며 식(6)으로 정의된다. 시간에 따라 변화하는 긴 신호를 일정한 시간 단위로 분할한 후 푸리에 변환을 적용하여 이미지를 나타낼 수 있다. 단시간 푸리에 변한 기법의 단점은 신호의 모든 주파수에 대해 윈도우 크기가 동일하여 제한된 정밀도를 가진다.
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        ω[n - m]은 윈도우 함수, x[n]은 이산신호를 의미한다. Fig. 1의 시간 신호에 대해 STFT로 추출한 이미지는 Fig. 4와 같다.

        
          
          

          Fig. 4 
				
          

          
            Short-time Fourier transform image from signal
          
          

          

        

      

    

    

  
    
      3. 신경망
      
        3.1 Alexnet
        컨볼루션 신경망(Convolutional Neural Network, CNN)은 신경망 구조 중 은닉층의 수를 늘려 이미지의 크기를 줄이고 저차원 공간에서 희소 이미지 특징을 추출한다. Alexnet은 총 8개의 레이어로 구성되어 있으며 5개의 컨볼루션 신경망과 3개의 완전 연결 신경망이 사용된다.25 여러 컨볼루션 커널은 이미지로부터 특징을 추출하며 5층까지 컨볼루션 신경망을 형성한다. 3번째 층에서 컨볼루션 레이어는 다른 특징 맵들과 모두 연결되어져있다. 5번째 컨볼루션 계층 뒤에는 Overlapping Max Pooling 계층이 이어지고, 그 출력은 2개의 완전히 연결된 계층으로 나타낸다. 2번째 완전 연결 신경망은 입력 데이터의 분리 결과를 확률적으로 분석하는 소프트맥스 분류기로 연결된다. Alexnet은 컨볼루션 신경망들 사이에 ReLU (Rectified Linear Unit) 비선형 활성화 함수를 사용하여 훈련 속도를 향상시켰다. 또한, 완전 연결 신경망의 강건성을 개선하기 위해 Dropout을 사용하여 학습 시 일부 뉴런을 생략하면서 훈련 속도를 높였다.

        상태 진단 시스템에 적합한 신경망을 설계하는 것은 이미지의 개수와 분류 문제에 따라 다양하게 개발될 수 있다. 또한 각 파라미터마다 최적의 해를 찾아야 하므로 매우 오랜 시간 동안 학습 과정이 필요할 수 있다. 본 연구에서는 미리 학습된 신경망 중 Layer 개수가 작아 수정이 용이한 Alexnet을 활용하여 진단 모델을 개발하였다.

      

    

    

  
    
      4. Experiment
      
        4.1 데이터 수집
        사전에 준비된 정상 공구와 마모 공구를 사용하여 가공실험을 진행하였다. 공구는 고속도강 재질의 공구(ESD7005025, YG-1)을 사용하였다. 가공소재는 AI 6061을 사용하였다. 실험에 사용된 가속도계(PCB Electronics, PCB356A15)는 윤활유를 분사해가며 데이터를 수집하기 위해 주축에 부착하였다. NI-9234와 LabVIEW를 활용하여 진동 데이터를 수집하였다. 샘플링 속도는 Table 1의 공구의 가공 조건에서 주축 회전 속도의 10배 이상인 12,800 Hz로 설정하였다. 주변의 잡음을 제거하기 위해 높은 컷 주파수가 1 Hz인 고역 통과 필터를 적용하였다. Fig. 6은 사전에 준비된 마모 공구를 보여주며 ISO 3685를 고려하여 평균 마모량 233 μm로 준비하였다. 가공 형상은 Fig. 7과 같이 S자형으로 가공하였다.

        
          Table 1 
				
          

          
            Cutting condition
          
          

        

        
          
            
              	Feed
[m/min]
              	RPM
[rev/min]
              	Depth of cut
[mm]
              	Cutting
condition
            

          
          
            	188
            	12000
            	0.5
            	Fluid
          

        

        

        
          
          

          Fig. 5 
				
          

          
            Experiment setup
          
          

          

        

        
          
          

          Fig. 6 
				
          

          
            Tool wear
          
          

          

        

        
          
          

          Fig. 7 
				
          

          
            Machining shape
          
          

          

        

      

      
        4.2 데이터 처리
        Fig. 8은 동일한 형상을 5번 가공하여 측정한 데이터이다. 측정된 데이터에 대해 시간 기반의 이미지, CWT 및 STFT를 이용하여 학습 데이터를 구성하였다. 가공 형상에 대한 가공 방향이 X와 Y축이므로 이 2축 데이터에 대해 이미지 크기 128 × 128로 추출하여 학습 데이터를 구성하였다.

        
          
          

          Fig. 8 
				
          

          
            Vibration data from accelerometer
          
          

          

        

      

      
        4.3 신경망 수정
        Alexnet은 이미지 1000개를 분류하는 신경망으로서 본 연구에서 사용하기 위해 이미지 입력층과 마지막 완전 연결 신경층을 수정하였다. 이미지 입력층은 학습하고자 하는 이미지를 입력하는 층으로 추출된 이미지의 크기와 동일하게 128 × 128로 수정하였다. 신경망의 마지막 완전 연결 신경망층은 입력된 데이터에 대해 분류 문제의 개수를 정의하는 층으로서 정상과 마모 공구에 대해 진단을 수행하므로 2개로 수정하였다. 학습에 사용된 경사 학습법은 학습 손실이 가장 작은 Adam (Adaptive Momentum Equation)을 사용하였다. 학습 데이터의 Epoch는 30으로 설정하였으며, 배치 사이즈는 그래픽 카드 메모리 용량을 고려하여 64로 설정하였다.

      

      
        4.4 학습 결과
        다른 측정 데이터셋을 이용하여 모델의 정확도를 평가한 결과 Table 2에서 확인된다. 단시간 푸리에 변환이 가장 높은 83.15%의 정확도를 가지는 모델을 확인하였다. 반면 연속 웨이블릿 변환은 74.25%의 정확도를 나타내었다. 신경망은 층이 깊어질수록 일반화된 데이터를 추출하는데 연속 웨이블릿 변환은 유동적으로 윈도우 사이즈가 변동되어 이미지를 학습하는 단계에서 활성화 함수의 값들이 최적해를 찾지 못해 정확도가 낮은 것으로 확인하였다.

        
          Table 2 
				
          

          
            Training result
          
          

        

        
          
            
              	
              	Time-domain
              	CWT
              	STFT
            

          
          
            	Number of images
            	
            	1206
            	
          

          
            	Accuracy [%]
            	78.43
            	74.25
            	83.15
          

        

        

      

    

    

  
    
      5. 결론
      본 연구는 딥러닝 기반의 데이터를 이용하여 공구 상태 진단 모델을 개발하였다. 학습 데이터는 시간 도메인 기반의 이미지, STFT 및 CWT 기반의 이미지를 사용하였으며 신경망은 진단 모델 개발 시간을 줄이기 위해 사전 학습된 A lexnet 신경망을 수정하여 사용하였다. 그 결과 모델의 정확도는 이미지 개수가 동일하더라도 이미지 구성 방법에 따라 달라지는 것을 확인하였다. 단시간 푸리에 변환으로 추출된 이미지가 83.15%의 가장 높은 정확도를 가지는 진단 모델이 개발되었다.
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