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            초록
          
        

        
          Recently, in-depth studies on sensors of autonomous vehicles have been conducted. In particular, the trend to pursue only camera-based autonomous driving is progressing. Studies on object detection using IR (Infrared) cameras is essential in overcoming the limitations of the VIS (Visible) camera environment. Deep learning-based object detection technology requires sufficient data, and data augmentation can make the object detection network more robust and improve performance. In this paper, a method to increase the performance of object detection by generating and learning a high-resolution image of an infrared dataset, based on a data augmentation method based on a Generative Adversarial Network (GAN) was studied. We collected data from VIS and IR cameras under severe conditions such as snowfall, fog, and heavy rain. The infrared data images from KAIST were used for data learning and verification. We confirmed that the proposed data augmentation method improved the object detection performance, by applying generated dataset to various object detection networks. Based on the study results, we plan on developing object detection technology using only cameras, by creating IR datasets from numerous VIS camera data to be secured in the future and fusion with VIS cameras. 
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      1. 서론
      자율주행차량의 센서 기술의 발전과 객체 탐지(Object Detection) 기술은 미래를 혁신할 수 있는 중추 기술이 되고 있다. 자율주행 기술 중 인식 단계에서의 가장 핵심은 객체 탐지 기술이다. 특히, 카메라를 통한 객체 탐지는 자율주행 시스템에서 차량 주변을 인식하는 기본 요소이며, 여러 센서를 통합한 자율주행 차량은 안전성과 성능을 결정하는 요인이 된다. 카메라를 활용하는 것은 모든 자율주행 시스템과 그 구성 카메라의 기초 센서이며, 센서 융합 및 인식 프로세스가 구현되기 전에 카메라의 객체 탐지 기술이 올바르게 수행되어야 한다. 하지만 카메라는 특히 안개, 야간, 악천후 등으로 시도 조건이 좋지 않을 때 성능이 많이 저하된다는 단점이 있다. 그렇기 때문에 적외선 카메라는 기존 가시광선 카메라의 한계를 극복해줄 수 있는 대안이 될 수 있다. 적외선 카메라는 야간, 빛 반사, 어둠과 같이 시각적으로 한계가 있는 환경에서 뛰어난 성능을 보여줄 수 있기 때문이다.

      일반적으로 센서에서 많이 활용되는 가시광선 카메라의 프로세스는 사람의 시각 시스템과 동일하다고 볼 수 있다. 외부로부터 받은 빛을 물체 표면에서 방사하는 복사에너지를 통해 이미지의 세부사항(Feature)을 제공하게 된다. 반면에 적외선 카메라는 물체가 발산하는 전자기파(Electromagnetic Radiation, EMR) 즉, 열의 정보를 탐지하여 전기 신호로 변환해주는 프로세스 이다. 변환된 전기 신호는 적외선(Infrared) 이미지나 영상으로 변환되어 출력되고 온도 정보를 산출하게 된다[1]. 그래서 적외선 카메라를 통해 감지된 열을 기반으로 정확하게 측정되기 때문에 주변환경에서 온도와 관련 정보를 통제하지 않는다면 출력된 이미지와 영상에 대한 정보가 왜곡될 수 있게 된다.

      특히, 적외선 카메라는 VIS (Visible) 카메라와 결합하여 다양한 조건에서 물체를 감지하고 식별하는데 도움을 줄 수 있다. 기존의 ADAS 시스템[2]과 개발 중인 자율주행 시스템에서 장애물, 사람 등을 야간과 같은 극한환경 속에서 적외선 객체 탐지 성능은 더욱 빛을 발할 수 있다. 이러한 적외선 카메라가 가진 강점을 활용하기 위해서는 자율주행 객체 탐지를 위한 많은 양의 적외선 데이터셋이 필요하다. 즉 데이터가 완벽한 안정성을 추구할 만큼 충분히 다양하고 양질의 데이터가 요구되며, 최대 수백만개의 매개변수를 사용하여 딥러닝을 활용한 객체 탐지 훈련에 사용되어야 한다.

      자율주행 인식을 위한 VIS 카메라 데이터셋을 충분히 확보하고 있는 반면에 적외선 카메라 데이터셋은 매우 적은 것이 현실이다. 적외선 객체 탐지 학습을 위해서 새롭게 적외선 카메라의 데이터셋을 수집하는 방법도 있지만, 이는 많은 시간과 비용이 요구된다. 또한, 수십년 동안 쌓아왔던 RGB 영역의 데이터셋에 버금가는 적외선 데이터셋을 지금부터 다시 마련한다는 것은 쉽지 않기 때문이다. 그렇기 때문에 현존하는 VIS 카메라의 데이터셋을 적외선 이미지화를 실시하는 데이터 증강 방법이 요구된다. 그러므로 자율주행차량의 카메라 기반의 인식 시스템에서 활용할 수 있는 적외선 카메라의 객체 탐지를 위한 데이터 증강 방법에 대한 연구를 진행하고 있다. 본 논문에서는 적외선 카메라에 범용적으로 활용할 수 있는 객체 탐지를 위한 데이터 증강 방법에 대해 제안하였고 이 방법에 대한 성능을 정량적, 정성적 실험으로 비교 분석하였다.

    

    

  
    
      2. 데이터 증강 방법
      
        2.1 기존 방법을 적용한 데이터 증강 방법
        기존의 U-Net 구조를 활용하는 데이터 증강 방법인 2017년에 발표된 Isola의 Pix2Pix 방법[3]을 사용하여 고해상도 이미지를 생성하였을 때 훈련이 불안정하고 생성된 이미지의 품질이 만족스럽지 않음을 발견했다. 또한, 생성된 이미지를 학습 감지 네트워크에 사용하는 경우 감지 정확도는 기본적으로 변경되지 않았다.

        특히, 기존 방법을 활용하여 RGB 이미지의 모습을 적외선 이미지화시켰을 때의 결과를 보게 되면 Fig. 1과 같이 Generated 이미지 내에서 블러된 부분(흐릿한 이미지)이 많이 보이며, 지나가는 사람에 대한 정확한 디테일이 없었다. 또한, 결정적으로 1,024*1,024의 Input 이미지를 넣었을 때 낮은 해상도의 이미지가 생성되었다. 이런 부분을 개선하기 위해 해당 계수 즉, 파라미터값을 변경하여 시도해보았다. 특히 해상도를 높이기 위하여 파라미터값인 Stride를 2에서 1로 변경하였는데 학습의 연산량이 많아져 트레이닝 시간이 기하급수적으로 늘어나는 것을 확인할 수 있었다. 여기서 Stride 파라미터는 윈도우의 이동할 간격을 조절하는 파라미터이다. 또한, 학습의 Epoch를 100에서 200, 300으로 늘렸을 때에도 초기의 실험을 했던 해상도와의 차이는 없었다(Epoch는 학습의 순환 주기를 나타내는 파라미터이다.).

        
          
          

          Fig. 1 
				
          

          
            Comparison of images created by applying Pix2Pix (a) IR camera (Ground truth), and (b) Generated image
          
          

          

        

      

      
        2.2 인셉션 모듈을 활용한 네트워크 구조
        기존 방법을 적용한 결과 이미지의 디테일이 없어지는 문제점은 세분화된 Feature를 제대로 추출하지 못했기 때문이라고 판단하였다. Input의 이미지 Feature를 더욱 세분화된 레이어로 추출할 수 있는 인셉션 모듈(Inception Module)을 추가한다면 높은 해상도의 이미지를 생성할 수 있다고 판단하게 되었다. 특히, 대표적인 Image Translation에 사용되는 네트워크인 Pix2Pix의 Generator는 U-Net이라는 네트워크를 베이스로 하는데, 즉, Input이 U-Net의 인코더에 들어가기 전에 인셉션 모듈로 먼저 Feature들을 추출하는 구조이다.

        위의 Fig. 2를 보게 되면 Generator 네트워크 전에 삽입된 인셉션 모듈을 입력하게 되면 적외선 이미지의 고해상도 Feature를 추출하기 위해 먼저 적용한 다음 2개의 Convolution 레이어에서 추출된 고해상도 Feature를 인코딩하는 인코더로 사용되었다. 그 후 9개의 Residual Block의 학습능력을 향상하기 위하여 인코더와 디코더 사이에 삽입되어 있다. 디코더 부분에서는 Convolution 층이 원래 해상도와 같은 Feature Map으로 해상도를 높이기 위하여 적용되었다. 이후에는 적외선 이미지를 얻을 수 있는 Feature Map으로 변환하기 위한 Convolution이 사용되었다.

        
          
          

          Fig. 2 
				
          

          
            The proposed data augmentation method by adding inception module to U-Net
          
          

          

        

        Discriminator 네트워크는 5개의 CNN 구조로 구성되어 있다. 이는 기존의 U-Net 구조에서 사용되었던 방식에 기존 인셉션 모듈을 추가하여 적외선 이미지의 Feature를 효율적으로 추출할 수 있는 구조이다.

      

      
        2.3 인셉션 모듈
        인셉션 모듈은 GoogLeNet [4]에 처음으로 제안된 개념이다. 인셉션 모듈의 목적은 연산량을 줄이는 동시에 Feature를 효율적으로 추출하는 것이다. 초록색 박스의 Convolution들은 Feature를 효율적으로 추출하는 레이어이며, 특히 이 연산에서는 Gabor Filter가 사용되게 되는데 이는 사물의 윤곽선을 추출하는 필터로 수행된다.

        Fig. 3에서 보게 되면 이 레이어들은 Feature를 추출하는 1 × 1, 3 × 3, 5 × 5의 Convolution 연산을 각각 수행한다. 또한, 빨간색 박스는 3 × 3의 Max Pooling이며, 입력과 출력의 H(높이), W(너비)가 같아야 하므로 Pooling 연산에서는 Padding을 추가해준다. 이는 Feature를 추출할 때 더욱 성능을 향상해주며, 행렬 연산은 간단하게 만들어 주는 역할을 한다. 그러나 이렇게 되면 연산량이 너무 많아지게 되기 때문에 연산해야 하는 노드들을 노란색 박스의 1 × 1 Filter로 줄여주어, 각 Feature의 정보는 보존함과 동시에 전체 이미지의 크기를 줄일 수 있다.

        
          
          

          Fig. 3 
				
          

          
            Structure of Inception module of the proposed method 
          
          

          

        

      

      
        2.4 잔차 블록
        잔차 블록(Residual Block)은 기존 신경망에서 각 레이어들은 다음 레이어로 전달되는 것을 돕는 기능을 한다. 잔차 블록은 Fig. 4와 같이 참조되지 않은 함수를 학습하는 대신 레이어의 인풋을 참조하여 잔차 함수를 학습하는 Skip Connection 블록이다.

        
          
          

          Fig. 4 
				
          

          
            Residual block
          
          

          

        

        
          
          

          Fig. 5 
				
          

          
            Experimental design to verify the proposed data augmentation method
          
          

          

        

        본 논문에서는 학습능력을 향상하기 위해서 다중 잔차 블록을 적용하였다. 잔차 블록을 활용하게 되면 입력만이 아닌 출력과 입력의 잔차 블록을 학습하는 것이 학습능력의 성능을 높여주는 역할을 한다. 또한 역전파와 레이어 수가 증가함에 따라 Gradient의 손실 문제가 발생하기 때문에 이러한 Skip Connection이 더 큰 Gradient를 초기 레이어로 전달할 수 있고, 다음 레이어도 이를 학습할 수 있게 되어진다. 특히, 잔차블록을 활용하여 더 깊은 네트워크를 훈련할 수 있게 되는 장점이 있다.

      

    

    

  
    
      3. 실험 방법
      
        3.1 실험 설계
        Data Augmentation은 생성된 데이터가 얼마나 효과적인지 실제로 적용했을 때 얼마나 효과적인지 확인하는 것은 필수적이다. 따라서 제안한 방법을 2단계로 나누어 실험을 진행하였다.

        첫 번째 단계는 제안한 데이터 증강 모델을 활용하여 KAIST 데이터셋을 학습시켰다. 데이터셋은 50 픽셀 미만 또는 이미지 왜곡이 있는 사진을 제외하고 적외선과 RGB 이미지로 구성된 약 95,000개의 사진으로 구성되었다. 매칭된 이미지를 데이터 증강 방법으로 학습한 네트워크를 통해 자율주행차 KITTI의 RGB 데이터셋을 적외선 이미지로 생성하였다. 생성한 이미지에 대한 실험적 검증을 위해 정성적, 정량적 평가를 실시하였다.

        두 번째 단계에서는 생성된 적외선 데이터셋으로 객체 탐지 네트워크에 적용하여 성능을 평가하였다. 특히 강설환경에서 데이터셋을 수집하여 악기상에서도 학습된 적외선 데이터셋을 적용했을 때 물체감지 성능에 대하여 비교 분석하였다.

      

      
        3.2 하드웨어 구성
        실험에 사용된 GPU는 Table 1에서 보는 바와 같이 NVIDIA의 GeForce RTX 2080Ti 모델이며, GPU 메모리는 11이다.

        
          Table 1 
				
          

          
            GPU specifications
          
          

        

        
          
            
              	GPU specification
            

          
          
            	Corp.
            	NVIDIA
          

          
            	Model
            	GeForce RTX 2080Ti
          

          
            	Memory [GB]
            	11
          

          
            	Cuda
            	4352 CUDA processor
          

        

        

        또한, 적외선 카메라와 VIS 카메라가 매칭된 데이터를 얻기 위해 Fig. 6과 같이 구성하였다. VIS 카메라가 취약한 환경에서 데이터셋을 얻기 위해 총 5회에 걸쳐 데이터를 획득하였다. VIS 카메라는 GMSL 모델을 사용하였고, 적외선 카메라는 i3 시스템사의 TE-EQ1 모델을 사용하였다.

        
          
          

          Fig. 6 
				
          

          
            Hardware setup
          
          

          

        

        GMSL 카메라 2대로 활용한 해당 모듈은 추후에 다른 센서들(LiDAR, Radar, IMU, GPS)과의 퓨전을 위해 활용하였다. 이번 실험에서는 적외선 카메라를 중심으로 카메라 좌표 보정(Calibration)을 실시하였고, 실험간 GMSL 카메라의 초점이 흐트러질 경우를 대비하여 2개의 화면을 활용하였다. 실험간 우측 GMSL 카메라의 Angle이 안 맞는 경우가 생겨 해당하는 2개의 이미지를 스티칭(Stitching)하였다.

        그러나 Table 2에서 보게 되면 적외선 카메라의 FOV 값(Field of View)이 GMSL 카메라보다 작았기 때문에 녹화된 이미지를 자르고(Crop), 크기를 조정(Resize)하였다.

        
          Table 2 
				
          

          
            Visible camera and infrared camera specifications
          
          

        

        
          
            
              	
              	GMSL camera
(NileCAM30)
              	TE-EQ1 camera
(I3 System)
            

          
          
            	Focal length [mm]
            	2.8
            	25
          

          
            	Field of view
            	120(D), 103(H), 70(V)
            	14.8(D), 11(H), 18.4(V)
          

          
            	Value F (F/#)
            	2.8
            	1.2
          

          
            	Pixel size [μm]
            	2.2 × 2.2
            	17
          

          
            	Spectral range [μm]
            	-
            	8 to 14
          

          
            	Frame rate [Hz]
            	60
            	30
          

        

        

      

      
        3.3 데이터셋 수집
        데이터는 국내 각 지역의 계절적 특성을 활용하여 Table 3과 같이 극한 환경(눈, 비, 안개)에서 5회에 걸쳐 수집하였다. 극한 환경에서만 데이터를 수집한 이유는 적외선 카메라가 극한환경에서 VIS 카메라의 가시성이 제한적인 부분을 보완해주는 역할을 하기 때문이다. 각 데이터의 수는 강설환경에서 5,245개, 강우 환경에서 2,903개, 안개환경에서 1,887개로 총 10,035개의 Image 데이터셋을 수집하여 활용하였다. 참고로 Training, Validation, Test 데이터셋은 7 : 2 : 1의 비율로 설정하여 학습하였다.

        
          Table 3 
				
          

          
            Dataset acquisition in extreme environment
          
          

        

        
          
            
              	Data acquisition (5 times)
            

          
          
            	1st Data-set(‘20.12.21.-12.24.)
            	Gangwon-do, Snow
          

          
            	2nd Data-set(‘21.2.10.-2.12.)
            	KAIST, Snow
          

          
            	3rd Data-set(‘21.6.13.-6.15.)
            	Seosan, Fog and rain
          

          
            	4th Data-set(‘21.7.8. / 8.18.)
            	KAIST, Rain
          

          
            	5th Data-set(‘21.9.5.)
            	Nonsan, Fog
          

        

        

        각 데이터에 대한 전처리 과정은 크게 3단계의 과정(1단계 Masking, 2단계 Labelling, 3단계 Matching)을 거쳐 데이터셋화시켰다. 먼저 1단계는 크기가 작거나 식별이 불가하여 객체 탐지 Network의 학습에 오류가 되는 객체들을 마스킹하여 해당 정보를 제거하였다. 각 데이터에서 객체들을 먼저 탐지하여 일정 기준의 크기가 작은 객체와 사람이 육안으로 식별하기 불가능한 객체를 마스킹 처리하였다. 마스킹의 레이블을 설정하여 해당 Class의 인덱스를 변경하였다. 또한, 마스킹 대상 객체의 Bounding Box 내의 픽셀값은 0으로 설정하여 해당 영역의 정보를 삭제하였다. 2단계는 Class의 범위가 벗어나거나 누락된 Label을 추가하고, 중복된 정보를 가진 객체들의 정보를 수정하였다. 특히 오류가 있는 데이터의 목록을 출력하여 직접 수정하였고 누락된 Label의 경우 추가하였다. 예를 들어 자전거나 킥보드를 타고있는 사람의 경우 각각의 Class 정보가 누락된 경우를 많이 볼 수 있는데 이러한 객체들의 라벨(Multi-Label)을 추가시켰다. 마지막 3단계는 주석(Annotation)의 데이터 수와 원본 데이터 수를 비교하여 매칭하고 데이터셋의 Class별 객체 수와 비율 등을 산출하였다. 이미지만 존재하는 데이터의 경우 Annotation을 생성하고, Annotation 데이터만 존재하는 경우 파일과 일치하는 원본 데이터를 매칭해주거나 Annotation 데이터를 삭제하였다.

      

    

    

  
    
      4. 실험 결과 및 고찰
      
        4.1 정성적 평가 결과 분석
        정성적 평가(Qualitative Evaluation)는 시각적으로 비교 분석하였다. Fig. 7과 같이 첫 번째 분석은 강설환경과 같은 극한환경에서 IR 카메라가 VIS 카메라보다 더 견고하다는 것을 알 수 있었다. Fig. 7의 왼쪽은 VIS 카메라이며, 나무 뒤에 가려진 사람이 감지되지 않는 것을 볼 수 있다. 하지만 Fig. 7의 오른쪽 그림을 보게 되면 가려진 사람(Obscured Object)는 IR 카메라로 잘 탐지되는 것을 알 수 있다. 또한 환경이나 가시환경이 조건이 좋지 않은 경우에 IR 카메라로 감지하는 것이 VIS 카메라로 감지하는 것보다 더 효과적인 것을 확인할 수 있다.

        
          
          

          Fig. 7 
				
          

          
            Comparison of infrared camera and vision camera in the obscured image (a) Vision camera (GMSL), and (b) Infrared camera
          
          

          

        

        다음 Fig. 8은 제안한 방법으로 데이터를 학습시켰을 때 Detection의 성능이 얼마나 개선되었는지에 대해 시각적으로 비교한 그림이다. 여기에 사용된 Object Detection 네트워크는 DSSD (Deep Single Shot Detector)이다. 제안한 방법으로 생성된 영상을 학습시켰을 때 생성된 이미지에 대한 학습을 통해 적외선 이미지에 대한 Detection 성능이 향상됨을 알 수 있다.

        
          
          

          Fig. 8 
				
          

          
            Increased detection network accuracy when trained with the proposed model (a) Pre-trained model detection result, and (b) Detection result trained by the proposed method
          
          

          

        

      

      
        4.2 정량적 평가 결과 분석
        
          4.2.1 실제 이미지와 생성된 이미지 비교
          실제 이미지와 생성된 이미지의 차이를 정량적으로 비교하기 위해 IS (Inception Score)와 FID (Fréchet Inception Distance) 방법을 사용하였다. IS는 Salimans 등이 제안한 이미지 측정 방법[5]으로 모델 학습을 통한 생성된 이미지의 평가에 품질과 생성된 영상의 다양성 두 가지 기준을 사용한다. IS는 Inception 모델에서 식별하기 쉬운 영상 및 식별된 레이블의 변수가 풍부할수록 Score가 높게 출력되도록 설정되어 있다. FID 방법은 Heusel 등이 제안한 방법으로 생성된 이미지의 분포만 평가하는 IS와 달리 생성된 이미지의 분포를 생성자 학습에 사용된 실제 이미지의 분포와 비교를 하게 된다[6]. 특히 FID 점수가 낮을수록 Ground Truth와 생성된 이미지의 분포가 더 유사하다는 의미를 나타내므로 점수가 낮을수록 성능이 좋은 것을 의미한다.

          제안된 모델을 검증하기 위해 KAIST 데이터 셋[9]을 활용하였고, 이는 검증된 적외선 카메라 데이터셋이며 다른 연구에서 널리 사용된다. Table 4의 비교표는 데이터셋으로 RGB 이미지와 적외선 이미지를 매칭시켜 학습시켰을 때 이미지를 정량적으로 평가한 결과이다. 가장 좋은 성능을 낸 것은 제안한 방법이었으며, 특히 기존 U-Net 구조를 활용하는 Pix2Pix 모델보다 IS 점수는 1.03 향상되었으며, FID 점수는 1.09가 향상되어 유의미한 결과를 얻었다고 볼 수 있다.

          
            Table 4 
				
            

            
              IS and FID score results for generated images when trained with each data augmentation method
            
            

          

          
            
              
                	Model
                	IS ↑
                	FID ↓
              

            
            
              	Pix2Pix (CVPR 2017) [3]
              	7.96±0.02
              	31.57
            

            
              	CycleGAN (ICCV 2017) [7]
              	7.54±0.04
              	43.27
            

            
              	StarGAN (CVPR 2018) [8]
              	8.68±0.12
              	37.68
            

            
              	U-Net w/ Inception module
              	8.99±0.14
              	30.48
            

          

          

          하지만 IS와 FID 방법을 통한 평가는 한계가 있다. FID의 단점은 사전 훈련된 ImageNet 데이터의 경우 이미지 클래스의 ImageNet 데이터가 다른 이미지를 처리할 때 원하는 특성을 포착하지 못할 수 있다. 또한, 사전에 훈련되지 않은 경우 FID 점수가 나쁜 편향된 Feature 레이어를 학습하지 않고 많은 샘플을 얻을 수 있게 된다. IS의 한계점은 Discriminator가 생성된 이미지를 판별할 때 학습 데이터셋의 클래스에 없는 경우 이를 올바르게 판단하지 못한다는 단점이 있다. 그러므로 이미지 자체에 대한 품질을 평가하는 다른 방법이 추가적으로 필요하다고 할 수 있다.

        

        
          4.2.2 생성된 이미지 품질 비교
          생성된 이미지 자체에 대한 품질 비교를 하기 위해 PNSR (Peak Signal to Noise Ratio)과 SSIM (Structural Index Similarity), 이 두 가지 방법을 사용하였다. 피크 신호 대 노이즈비(PSNR)와 구조적 지수 유사성(SSIM)은 이미지 품질 평가에 널리 사용되는 두 가지 측정 도구이다. 특히, 이미지에서 이 두 가지 측정 도구를 사용하여 시각적인 품질을 측정하게 된다. PSNR은 SSIM보다 먼저 사용되었으며, 쉽고 간편하여 다양한 디지털 이미지 측정에 널리 사용된다. SSIM은 인간의 시각적인 시스템의 작동에 더 잘 맞도록 휘도, 대비 및 구조의 세 가지 요소를 기반으로 설계된 최신 측정 도구이다.

          위의 Table 5를 보면 PNSR과 SSIM 모두 기존 모델인 Pix2Pix보다 향상된 것을 확인할 수 있었다. 특히 PNSR은 2.33, SSIM은 0.01 향상되었는데, 제안한 모델의 성능이 가장 우수함을 알 수 있었다.

          
            Table 5 
				
            

            
              PNSR and SSIM results for generated images when trained with each data augmentation method
            
            

          

          
            
              
                	Model
                	PNSR
                	SSIM
              

            
            
              	Pix2Pix (CVPR 2017) [3]
              	24.34
              	0.85
            

            
              	CycleGAN (ICCV 2017) [7]
              	20.05
              	0.78
            

            
              	StarGAN (CVPR 2018) [8]
              	25.15
              	0.89
            

            
              	U-Net w/ Inception module
              	26.67
              	0.90
            

          

          

        

      

      
        4.3 객체 탐지 네트워크 적용 결과 비교
        딥러닝 기반의 데이터를 학습시켰을 때 성능의 향상 정도를 확인하기 위해 객체 탐지 네트워크에 적용하여 탐지 성능 실험을 실시하였다. 성능에 대한 척도는 비젼 분야에서 정확도를 판별할 때 주로 사용하는 Map 방법을 적용하였다.

        실험 결과로 Table 6을 보면 제안한 데이터 증강 방법(Pix2Pix)을 통해 데이터셋을 학습시켰을 때, 기존의 방법보다 Detection 성능이 향상됨을 확인할 수 있었다. 흥미롭게도 IOU (Intersection over Union)의 임계값 0.5 이상에서 DSSD (Deconvolutional Single Shot Detector) 탐지 네트워크가 가장 좋은 객체 탐지 성능을 보여주었다. 적외선 카메라 데이터셋을 훈련할 때 SSD (Single Shot Detection) 계열의 객체 탐지 네트워크가 YOLO (You Only Look Once) 네트워크보다 정확도를 가장 많이 향상시켰다는 것 또한 확인할 수 있었다. 기존의 데이터 증강 방법을 비교하였을 때 제안된 데이터 증강 방법으로 데이터셋을 학습시키는 결과가 유의미하다는 것을 다시 한 번 검증할 수 있었다.

        
          Table 6 
				
          

          
            Comparison of performance when applied to detection networks
          
          

        

        
          
            
              	Detector
mAP @ IoU: 0.5
              	Pix2Pix
              	U-Net w/ Inception
            

          
          
            	SSD (2016) [10]
            	48.82
            	51.32
          

          
            	DSSD (2020) [11]
            	52.15
            	54.58
          

          
            	YOLO v2 (2016) [12]
            	34.51
            	35.01
          

          
            	YOLO v3 (2018) [13]
            	36.96
            	38.64
          

          
            	YOLO v4 (2019) [14]
            	40.86
            	41.52
          

          
            	YOLO v5 (2020) [15]
            	46.61
            	47.35
          

        

        

        앞의 실험 결과에서 비교적 높은 성능을 보여주었던 SSD와 DSSD의 Detection 네트워크를 기준으로 극한환경에서 수집한 눈, 비, 안개 데이터셋을 적용하여 비교 실험을 실시하였다. 해당 실험의 결과 Table 7을 보면 모든 환경에서 일정 수준 이상의 Detection 성능이 향상된 것을 확인할 수 있다. 특히 가장 Detection의 성능이 저하되었던 안개환경에서 제안한 방법의 데이터셋으로 학습을 시켰을 때 Detection 정확도가 가장 향상된 것을 확인할 수 있었다. 이는 가시적 상황이 좋지 않은 경우에 해당 방법으로 데이터를 증강시키면 객체 탐지 성능이 좋다는 것을 추측할 수 있다.

        
          Table 7 
				
          

          
            Comparison of detection performance in extreme environment when trained with each data augmentation method
          
          

        

        
          
            
              	Detector
mAP @ IoU: 0.5
              	Pix2Pix
              	U-Net w/ Inception
            

          
          
            	Snow
            	SSD
            	33.85
            	35.00
          

          
            	DSSD
            	35.51
            	37.46
          

          
            	Rain
            	SSD
            	33.12
            	34.35
          

          
            	DSSD
            	36.59
            	38.05
          

          
            	Fog
            	SSD
            	23.54
            	25.42
          

          
            	DSSD
            	24.48
            	26.93
          

        

        

        인셉션 모듈을 활용한 데이터 증강 방법에 대하여 이미지 검증의 정성적 및 정량적 결과를 평가하였다. 특히 정성평가를 통해 생성된 영상으로부터 얻은 IS, FID, PNSR, SSIM 방법 모두 높은 성능을 보여 데이터셋으로서 의미 있는 결과를 얻었다. 특히 인셉션 모듈 방식은 기존 연구에서 증강된 영상이 저해상도에서 생성되는 한계를 극복하였다. 인셉션 모듈에 사용된 Gaber 필터를 활용하여 이미지 특징의 윤곽선을 선명하게 추출한 것이 기존 방식보다 더 높은 해상도의 이미지를 생성한 주요인이라고 판단된다.

        또한, 증강된 적외선 데이터셋을 객체 탐지에 적용했을 때 기존의 사전 훈련된 모델에 비해 성능이 향상되었다. 특히 극한 환경에서 제안한 방법으로 학습할 때 높은 성능을 보였다. 본 논문에서 제안한 데이터 증강 방법은 매개변수값과 FLOP 값을 비교했을 때 다른 GAN 모델보다 경량화된 모델로서 평가된다.

        실험 장비로 사용한 적외선 카메라(TE-EQ1) 모델의 경우 실측온도 -10− -150oC 내에서 주변 온도와 환경을 파악하여 측정하는 타겟에 반사가 되는 온도를 측정하여 자동으로 온도를 보정하게 된다. 특히 주변환경과 풍속 등 여러 환경 조건 등으로 온도 측정 시 오차가 발생할 수 있다. 해당 모델의 i3 시스템사의 온도 측정의 정확도는 ±3oC 또는 ±3% 내외로 규정하고 있다[16]. 하지만 GMSL 카메라를 활용한 RGB 이미지 기반으로 생성한 적외선 이미지에 대한 온도 보정은 적외선 카메라로 동시에 수집한 온도 정보를 활용할 수 밖에 없었다. 즉, 가시광선에서 수집한 데이터로 생성한 적외선 이미지는 매칭되는 데이터의 온도 정보를 활용해야 한다. 하지만 적외선 카메라의 온도 정보가 없는 RGB 이미지에 대한 온도 보정에 관한 연구는 더 진행되어야 할 것으로 판단된다.

      

    

    

  
    
      5. 결론
      제안했던 방법에 대한 실현가능성(Feasibility)을 적합성, 현실성, 효율성 측면에서 평가해보았다. 먼저 적합성 측면에서 살펴보면, 현재 배포되었거나 앞으로 활용될 RGB 영역의 데이터 셋을 가공하여 적외선 데이터셋을 얻음으로써 적외선 데이터 셋을 범용적으로 활용이 가능하다. 현실적인 측면에서 보게 되면, 적외선 카메라 데이터셋을 어떤 장비라도 적용할 수 있다는 장점이 있지만 적외선 카메라의 단점 부분을 VIS 카메라가 보완해주어야 한다. 예를 들어 거울에 비친 객체는 탐지가 되지 않고 카메라를 들고 있는 사람이 보이는데, 이러한 부분들은 RGB 영역에서 보완되어야 한다고 판단된다. 마지막으로 효율적 측면을 살펴보면 적외선 카메라의 데이터셋을 구성하는 시간과 비용을 절약할 수 있다. 최근까지의 객체 탐지 방법은 RGB의 영역에서만 집중되어 왔으며, 적외선 카메라를 활용하는 것은 비교적 적게 논의되어 왔다. 하지만 적외선 카메라가 가진 강점은 충분하며, 카메라 기반의 자율주행을 구현한다고 하였을 때 VIS 카메라의 제한사항을 보완해줄 수 있는 센서라고 판단한다[17]. 특히 본 연구에서는 적외선 카메라의 객체 탐지를 위한 데이터 증강 방법에 대한 연구를 집중적으로 다루었다. 인공지능을 활용하기 위해서는 절대적인 데이터셋의 양의 확보가 필요한데 이 데이터셋을 구비하기 위한 방법적인 측면을 제시했다는 점에서 큰 의미가 있다고 판단한다. 자율주행 시스템과 더불어 국방 분야와 산업 분야 등 범용적으로 사용되는 적외선 카메라를 활용한 딥러닝 기술은 지속적으로 개발되고 연구되어져야 한다.
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