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            초록
          
        

        
          In order to monitor the machining status of a machine tool, it is necessary to measure the signal of the machine tool and establish the relationship between the machining status and the signal. One effective approach is to utilize an AI-based analysis model. To improve the accuracy and reliability of AI models, it is crucial to identify the features of the model through signal analysis. However, when dealing with time series data, it has been challenging to identify these features. Therefore, instead of directly applying time series data, a method was used to extract the best features by processing the data using techniques such as RMS and FFT. Recently, there have been numerous reported cases of designing AI models with high accuracy and reliability by directly applying time series data to find the best features, particularly in the case of AI models combining CNN and LSTM. In this paper, time series data obtained through a gap sensor are directly applied to an AI model that combines CNN, LSTM, and MLP (Multi-Layer Perceptron) to determine tool wear. The machine tool and tool status were monitored and evaluated through an AI model trained using time series data from the machining process.
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      1. 서론
      공작기계의 가공 시 발생하는 문제(공구 파손, 공구 마모 등)를 예측하기 위해 가공 상태를 모니터링할 필요성이 높아지고 있다. 공구 파손의 식별 외에 공구 마모 상태를 검사하고 공구 마모 발생을 줄여 공구의 수명을 연장하기 위한 해결책을 찾기 위해 공구 모니터링(Tool Monitoring) 개발이 이루어졌다. 가공중 공구와 피삭재의 상호작용으로 인해 절삭 공구의 날카로운 모서리가 변형되거나 손상되는 것을 공구 마모라고 한다. 공구 마모로 인한 제품 품질 저하와 잦은 공구 교체로 인한 제품 원가 상승은 난삭재 가공의 주요 과제이다. 제조 과정에서 절삭 공구의 고장은 비용과 유지 관리 시간을 증가시키고 생산 속도를 감소시킨다. 공구 모니터링은 공정 중 공구 상태를 모니터링 하는 간접적인 방법이 많이 사용되며, 이는 주기적으로 공구 상태를 나타내는 특정 가공 파라미터를 측정하여 가공 중 공구 상태를 모니터링하는 방법이다[1,2]. 가공 부하와 토크를 측정하는 공구동력계, 진동 신호를 측정하는 가속도계, 공구 상태와 밀접한 관계를 유지하는 주축의 출력 및 모터 전류를 측정하는 전류센서와 같이 센서를 사용하여 수행되는 경우가 많다. 특정 파라미터에 의존하지 않는 다중 센서의 적용으로 공구 조건에 따른 다양한 가공 신호를 측정할 수 있다[3]. 일반적으로 가공 중 센서에서 얻은 데이터 신호는 대량이고 복잡해서 분석하기 어렵다. 데이터 마이닝(Mining)은 빅 데이터의 유익한 패턴(Feature)을 추출할 때 자주 사용되는 개념이다. 데이터 마이닝 프로세스는 데이터 수집부터 시각화까지 여러 단계에 걸쳐 대량의 데이터 세트로부터 가치 있는 정보를 추출한다. 데이터 마이닝 기법은 대상 데이터 세트를 설명하고 이에 대한 예측을 수행하는 데 사용된다[4].

      데이터 기반 지능형 고장 진단에서 센서의 설치와 머신러닝(Machine Learning)의 적용을 결합하여 공구 모니터링에 대한 다양한 연구가 수행되었다. 가속도계, 공구동력계 및 클래식 머신 러닝 모델은 진동 신호와 동력을 측정하고 공구의 상태를 예측하는 작업을 수행하는 데 적용되었다[5-8]. 가속도계, 공구동력계, 주축의 출력 및 모터 전류의 데이터 신호를 분석하기 위해 역전파(Backpropagation), 피드포워드 역전파 신경망(Neural Network, NN), 적응적 공명 이론(ART2) 및 방사형 기저 함수(RBF)와 같은 수많은 신경망 알고리즘이 사용되었다[9-11].

      이와 같이 가공상태 모니터링을 위해 인공 지능(Artificial Intelligence, AI) 기반 분석 모델을 적용하는 방법이 연구되고 있으며, AI 모델의 정확도와 신뢰성을 높이기 위해서는 신호 분석을 통해 모델의 유익한 패턴을 찾는 것이 중요하다. 가공 중센서에서 얻은 신호는 대량의 복잡한 시계열 데이터로 패턴을 찾는 데 어려움 많다. 따라서 시계열 데이터의 경우 RMS, FFT등의 기법으로 데이터를 가공하여 적합한 패턴을 찾아내어 학습시키는 방법을 사용하고 있다[12-15]. 하지만 이러한 방법들은 데이터 변환 및 변환 기법에 따른 모델 테스트 등이 필요하며, 데이터 변환 방법에 따른 AI모델의 정확도에 대한 검증을 위해 추가적인 자원이 소요된다[16]. 또한 기존 머신러닝 방법은 가공 시 획득한 센서의 신호인 시계열 데이터를 RMS나 FFT 등으로 1차 가공을 한 이후에 학습을 수행하여 특징을 추출하고 그 특징을 기반으로 모델을 생성하는 것으로 실시간 데이터를 모니터링 하기에 부적합한 단점이 있다.

      최근 CNN (Convolution Neural Network)과 LSTM (Long Short-term Memory)을 결합한 AI 모델의 경우 시계열 데이터를 직접 적용하여 최상의 특징을 찾아서 정확도와 신뢰성이 높은 AI 모델을 설계한 사례가 많이 보고되었다[17-19]. 따라서 본 논문에서는 공작기계의 가공 상태에 따라 변동하는 주축의 변위를 갭센서를 통해 시계열 데이터로 수집하고, 이를 CNN, LSTM, MLP (Multi-layer Perceptron)을 결합한 AI 모델에 직접 적용하여 가공에 따른 공구 마모를 판별하는 다중클래스 분류를 위한 AI 모델을 학습시켰다. 학습된 AI 모델에 대해 공구 마모와 가공 중 신호 간의 관계를 이용하여 평가하였다. 또한 시계열 데이터를 가공하여 유익한 패턴을 찾아내어 학습 시키는 방법을 사용한 머신러닝 결과와 시계열 데이터를 직접 적용한 딥러닝(Deep Learning) 결과의 비교 분석을 수행하였다. 본 논문에서 제안한 딥러닝을 사용한 AI 모델은 동일한 데이터를 이용하여 학습한 머신러닝 방법과 모델 정확도를 비교하였다.

    

    

  
    
      2. 머신러닝과 딥러닝
      Fig. 1에서 머신러닝과 딥러닝의 학습과정을 보여준다. 머신러닝은 레이블과 독립변수로 이루어진 데이터를 가공해서 유익한 패턴을 찾아내고 이를 이용하여 학습을 진행한다. 딥러닝은 학습데이터에서 유익한 패턴을 추천 및 선택하는 과정까지도 같이 학습시킨다.

      
        
        

        Fig. 1 
				
        

        
          Training process of machine learning and deep learning
        
        

        

      

      
        2.1 머신러닝
        머신러닝은 센서에서 얻은 신호를 알고리즘에 학습시켜 데이터 획득 작업을 수행하기 위한 매체로 사용되는 경우가 많다. 경우에 따라 머신러닝으로 학습하기 전에 센서 신호의 데이터를 통계 모델로 특성화 한다. 머신러닝에서 학습은 지도 학습, 비지도 학습, 준지도 학습, 능동적 학습으로 분류할 수 있다. 지도 학습은 학습 중 감독이 훈련 데이터 세트의 레이블이 지정된 표본을 기반으로 하는 분류 작업으로 잘 알려져 있다[4]. 머신러닝의 이러한 고전적 모델 중에는 서포트 벡터 머신(Support Vector Machine, SVM), k-최근접 이웃(k-Nearest Neighbor, k-NN), 의사결정 트리(Decision Tree, DT), 랜덤 포레스트(Randon Forest, RF), 로지스틱 회귀(Logistic Regression, LR) 및 판별 분석(Discriminant Analysis, DA) 이 포함된다[20,21].

      

      
        2.2 딥러닝
        딥러닝은 대체로 구조화된 데이터와 독립적인 경우가 많다. 딥러닝을 수행하는 것은 대규모의 복잡한 데이터를 처리할 때 예측 및 설명하기에는 유리하지만, 접근 방식은 연구자들에게 여전히 어려운 과제로 남아 있다[22]. 따라서 대규모 데이터를 분석할 때 딥러닝의 관계와 기능을 이해하는 것이 중요하다. 최근 딥러닝 알고리즘은 CNN과 LSTM을 통해 비약적으로 발전하였다.

        
          2.2.1 CNN
          CNN은 컴퓨터 비전 애플리케이션을 위해 탄생한 방법이다[23]. Fig. 2에 CNN의 구조를 보여준다. CNN 모델의 구조는 기능이 추출되어 활성화 함수를 통해 전달되는 기능 맵에 저장되는 컨볼루션 레이어를 기반으로 한다. 그 후, 특징 맵의 차원을 줄여 과적합을 방지하기 위해 풀링 레이어를 적용한다. 완전 연결 레이어와 드롭아웃 레이어를 거쳐 소프트맥스 함수를 통해 다중 클래스 분류를 수행한다.

          
            
            

            Fig. 2 
				
            

            
              CNN architecture comprised of input, hidden, and output layer
            
            

            

          

        

        
          2.2.2 LSTM
          RNN (Recurrent Neural Network)의 역전파 과정에서 시계열 데이터의 길이가 길어질수록 기울기 소실(Gradient Vanishing)과 기울기 폭주(Gradient Explode) 문제가 해결되지 않고, 시간의 간극이 넓을수록 영향력이 줄어드는 것을 고려해 Fig. 3과 같이 LSTM이 고안되었다[24]. LSTM은 망각 게이트와 입력 게이트 등을 이용해 정보를 기억할지 말지, 얼마만큼 사용할지 등을 정하기 때문에, 비교적 과거의 정보를 효과적으로 전달할 수 있다.

          
            
            

            Fig. 3 
				
            

            
              The architecture of the LSTM cell
            
            

            

          

        

        
          2.2.3 MLP (Multi-layer Perceptron)
          다층 퍼셉트론은 입력(Input)과 출력층(Output Layer)에 한개 이상의 완전 연결 은닉층(Hidden Layer)를 추가하고, 각 은닉층(Hidden Layer)의 결과에 활성화 함수(Activation Function)를 적용하는 것이며, 일반적으로 사용되는 활성화 함수는 ReLU 함수, Sigmoid 함수, Tanh 함수가 있습니다.

        

      

    

    

  
    
      3. 가공 시험
      공작기계의 가공 상태 모니터링을 위한 AI 모델의 개발을 위해 드릴링 가공 시험을 수행하고 가공 중 신호를 측정하였다[16]. 드릴링 가공 공정은 Fig. 4와 같이 공작 기계에서 수행되었다. 가공은 윤활 없이 수행되었으며 직경 9 mm 드릴을 사용하여 고속도공구강(HSS)에 깊이 30 mm 구멍을 가공하였다.

      
        
        

        Fig. 4 
				
        

        
          Cutting process conducted at machine line center and type of cutting tool
        
        

        

      

      절삭공구가 장착되는 공작기계의 주축에 Fig. 5와 같이 AECPF-03 갭 센서를 장착하였다. AEC-55 변환기와 함께 측정 범위가 0-2 mm이고 출력 범위가 ±5 V(0.2 mm/V)인 갭 센서가 사용되었다. 노이즈로 인한 측정 신호의 오차를 최소화하기 위해 갭 센서를 주축과 접촉하지 않는 위치에 고정했으며, 가공 시런아웃으로 인한 스핀들의 비정상적인 움직임은 스핀들의 테이퍼 부분에 위치한 갭 센서에 의해 측정되었다.

      
        
        

        Fig. 5 
				
        

        
          Installation of gap sensor at the machine line center
        
        

        

      

      공구 마모에 따른 가공 특성 신호를 얻기 위해 새 공구, 가벼운 마모, 보통 마모, 심한 마모 등 조건이 다른 11종의 드릴 공구를 가공 공정에 사용하였다. 새 공구를 이용하여 가공을 진행한 후 공구를 임의로 연마 가공하여 공구의 상태를 악화시켜 11개의 공구 조건을 생성하였다. 마모에 대한 정량적인 수치는 제시하지 않았지만, 하나의 공구에 대해서 강제 마모를 주어서 각각의 공구 상태에서 가공을 진행함으로써 11가지 측정 데이터를 생성하였다. 첫 번째 공구는 새 공구인 반면 두 번째 드릴 공구에서 열한 번째 드릴 공구로 갈수록 마모의 정도가 심해졌다. 치즐 날이 마모된 드릴 공구는 약간 마모된 공구(드릴 공구 번호 1, 2, 3)로 분류되었고, 치즐 날과 프랭크 마모가 공구에 있을 때 드릴 공구는 중간 정도 마모된 것으로 간주되었다(드릴 공구 번호 4, 5, 6). 또한 치핑 초기에는 마모가 심한 드릴 공구(드릴 공구 번호 7, 8, 9)에서 치즐 날과 프랭크 마모가 심한 반면, 심한 치핑 및 프랭크 마모는 드릴 공구 번호 10의 마모 상태(심한 마모)였다.

      각 공구를 이용하여 Fig. 6(a)와 같이 드릴링 가공을 실행하였으며, 이때 갭 센서를 사용하여 가공 신호를 측정하였다. Fig. 6(b)는 드릴링 공정에 사용한 마모된 공구를 보여준다. 공구의 마모 상태에 대한 이해를 돕기 위해 Fig. 6(c)와 같이 새 공구, 강제 마모를 주기 위한 공구 연마, 연마 후 공구, 중간 마모된 공구, 심한 마모된 공구에 대한 그림을 나타내었다. Fig. 7은 동일한 드릴링 공정을 다른 종류의 공구를 사용하여 수행할 때 측정된 갭 센서의 신호를 보여준다. 갭센서의 측정 범위는 0-5 V(0-1 mm)이며, 여기서 각 전압은 0.2 mm(0.2 mm/V)에 해당한다. Fig. 7(d)와 같이 갭 센서의 신호에서 가공의 시작과 끝에서 변화하는 신호를 볼 수 있었으며, 이를 기준으로 실제 가공이 진행되었을 때의 신호를 분리하여 학습을 위한 데이터로 사용하였다. 각각의 공구 조건에 따른 가공 신호의 차이가 정량적으로 명확하게 나타나지는 않았지만, 머신러닝과 딥러닝의 학습을 통해서 가공 신호와 공구 상태에 따른 상관관계를 도출하였다.

      
        
        

        Fig. 6 
				
        

        
          11 holes of drilled and wear tool used in drilling process
        
        

        

      

      
        
        

        Fig. 7 
				
        

        
          Gap sensor signals for each tool conditions
        
        

        

      

    

    

  
    
      4. 데이터 해석 방법
      
        4.1 머신러닝 기법을 통한 해석
        가공 시 측정한 시계열 데이터를 머신러닝으로 학습하기 위해 데이터의 전처리를 실행하였다. 유익한 패턴을 찾기 위해 가공 공구에 따른 갭 센서의 신호를 왜도(Skewness)와 첨도(Kurtosis)로 변환하여 데이터를 가공하였다. 가공한 데이터를 입력 값으로 적용하여 다층 퍼셉트론을 구성하고 학습 데이터 70%와 시험 데이터 30%로 학습 및 시험을 실행했으며, 공구 마모 판별에 대한 정확도 결과를 평가하였다. Fig. 8에서 시계열 데이터를 왜도와 첨도로 변환하여 머신러닝으로 학습하기 위한 해석 과정을 나타내었다.

        
          
          

          Fig. 8 
				
          

          
            Flowchart of the signal analysis through machine learning
          
          

          

        

        머신러닝을 위해 다층 퍼셉트론을 적용하여 에포크와 히든레이어 개수, 노드 개수를 변경하면서 AI 모델을 생성 및 검토 하였으며 Table 1에서 보여주는 것처럼 정확도가 80% 이상인 경우(11개)를 찾아내었다.

        
          Table 1 
				
          

          
            Evaluation metrics of the confusion matrix for each case
          
          

        

        
          
            
              	Epoch
              	Number of hidden layers
              	Nodes
              	Macro sensitivity [%]
              	Macro recall [%]
              	Macro F1-score [%]
            

          
          
            	3,000
            	3
            	200
            	87
            	86
            	86
          

          
            	
            	4
            	150
            	91
            	90
            	90
          

          
            	
            	
            	200
            	94
            	93
            	93
          

          
            	5,000
            	3
            	150
            	90
            	89
            	89
          

          
            	
            	
            	200
            	90
            	89
            	89
          

          
            	
            	4
            	100
            	90
            	90
            	90
          

          
            	
            	
            	150
            	96
            	96
            	96
          

          
            	
            	
            	200
            	95
            	95
            	95
          

        

        

      

      
        4.2 딥러닝 기법을 통한 해석
        가공 시 측정한 시계열 데이터를 딥러닝으로 학습하기 위한 해석 과정을 Fig. 9에 나타내었다. 유익한 패턴의 추출 없이 시계열 데이터를 직접 적용하기 위해 CNN과 LSTM, 다층 퍼셉트론을 결합한 AI 알고리즘을 설계하였으며, Fig. 10과 같이 1D-CNN과 LSTM, 다층 퍼셉트론을 결합하여 딥러닝으로 다중 클래스 분류를 수행하였다. CNN, LSTM은 딥러닝에서 주로 사용되는 학습기법으로 CNN은 이미지의 분류에 강점을 가지고 있고, LSTM은 시계열 데이터의 학습에 강점을 가지고 있다. 본 논문에서는 학습을 위해 사용한 시계열 데이터를 이미지화하여 CNN을 거쳐 분류된 데이터를 다시 LSTM을 통해 학습함으로써 머신러닝의 NN (Neural Network) 및 MLP (Multi-layer Perceptron)의 단독 사용에 비해 학습 변수의 수를 줄일 수 있으므로 학습에 소요되는 시간을 절약할 수 있다. 본 논문에서는 공구 마모를 판별하는 다중 클래스 분류를 위한 AI 모델에 대해 학습 및 시험을 실행했으며, 공구 마모 판별에 대한 정확도 결과를 평가하였다. 본 논문에서 제안한 AI 기법은 시계열 데이터를 CNN, LSTM, MLP를 조합한 알고리즘에 직접 적용하여 학습을 수행함으로써 AI 모델을 생성하는 방법이다. 따라서 제안한 AI 기법은 가공 시 발생하는 센서의 신호를 생성된 AI 모델을 이용하여 공구 마모를 판별하기 위한 모니터링에 적합한 장점이 있다. 본 논문에서는 실험 데이터를 이용하여 공구의 마모를 예측할 수 있는 AI 모델을 개발하는 것에 의의를 두고 있으며, 기존 실험데이터의 80%는 학습 데이터로 사용하여 AI 모델을 생성하고 20%의 실험 데이터를 이용하여 검증을 진행하였다.

        
          
          

          Fig. 9 
				
          

          
            Flowchart of the signal analysis through deep learning
          
          

          

        

        
          
          

          Fig. 10 
				
          

          
            Architecture of CNN, LSTM and MLP for deep learning
          
          

          

        

      

    

    

  
    
      5. 해석 결과
      머신러닝을 이용한 다중클래스 분류의 결과 11개의 MLP 모델 중 에포크 5000, 히든 레이어 3개, 노드 200개인 경우가 정확도가 높고 Fig. 11과 같이 반복 학습 중 손실과 정확도 그래프가 안정적이었다. 본 논문에 적용한 머신러닝 방법은 다양한 머신러닝 방법 중 공구의 마모상태를 판별하는 데 우수한 결과를 보여주었던 사례를 기반으로 선정하였으며, 최종적으로 에포크수, 히든 레이어 및 노드 수에 따른 AI 모델의 정확도 및 성능을 비교하여 최적의 AI 모델을 도출하였다.

      
        
        

        Fig. 11 
				
        

        
          Training score and model loss curve by test data (Machine learning)
        
        

        

      

      하지만 Table 1에서 나타난 것처럼 90% 이상 높은 정확도를 얻으려면 더 많은 반복 학습이 필요하다는 것을 알 수 있다. Fig. 12는 머신러닝으로 학습한 모델에 대해 실제 데이터와 예측데이터를 비교한 혼돈행렬 결과를 보여준다.

      
        
        

        Fig. 12 
				
        

        
          Confusion matrix of machine learning model plotted based on true and predicted data
        
        

        

      

      Fig. 13에서 CNN, LSTM, NN을 결합한 AI 모델에 대한 딥러링의 다중 클래스 분류 결과 정확도가 96% 이상인 AI모델의 손실과 정확도의 학습 곡선을 보여준다. CNN, LSTM, NN을 결합한 AI 모델은 Table 2에서 보는 것처럼 정밀도, 재현율, F1 점수, 정확도에서 높은 값을 달성하였으며 학습된 모델을 테스트 데이터로 검증한 결과 정확도가 높았고, 공구 상태를 성공적으로 예측하였다. Fig. 14는 딥러닝으로 학습한 모델에 대해 실제 데이터와 예측데이터를 비교한 혼돈행렬 결과를 보여준다.

      
        
        

        Fig. 13 
				
        

        
          Training score and model loss curve by test data (deep learning)
        
        

        

      

      
        Table 2 
				
        

        
          Evaluation metrics of the confusion matrix plotted in Fig. 14
        
        

      

      
        
          
            	Epoch
            	Macro precision [%]
            	Macro recall [%]
            	Macro F1-score [%]
            	Accuracy [%]
          

        
        
          	30
          	97
          	97
          	97
          	96.7
        

      

      

      
        
        

        Fig. 14 
				
        

        
          Confusion matrix of deep learning model plotted based on true and predicted data
        
        

        

      

    

    

  
    
      6. 결론
      공작기계의 가공 상태에 따라 변동하는 주축의 변위를 갭 센서를 통해 시계열 데이터로 수집하고, 이를 CNN, LSTM, MLP을 결합한 AI 모델에 직접 적용하여 가공에 따른 공구 마모를 판별하는 다중 클래스 분류를 위한 AI 모델을 개발하였다. 시계열 데이터를 가공하여 적절한 패턴을 찾아내는 방법을 사용한 머신러닝 결과와 시계열 데이터를 직접 적용한 딥러닝 결과의 비교 분석을 수행하였다. 머신러닝의 결과에 따르면 90% 이상의 높은 정확도를 얻기 위해서 더 많은 반복 학습이 필요하였다. 딥러닝의 결과에 따르면 유익한 패턴의 추출을 위한 데이터의 가공없이 시계열 데이터를 직접 적용하였음에도 테스트 데이터로 AI 모델을 평가한 결과 정확도가 96% 이상으로 매우 높았으며, 공구 상태를 성공적으로 분류할 수 있었다. 따라서 본 논문에서 제안한 딥러닝 방법을 사용한 AI 모델은 시계열 데이터의 가공을 하지 않고 원 데이터를 적용하였음에도 불구하고 머신러닝 방법에서 도출한 AI 모델 보다 우수하다는 것을 알 수 있었다.

      향후 AI 모델을 최적화하기 위해 전이학습을 통한 신뢰성 향상에 대한 연구를 진행할 예정이며 실시간 가공 데이터를 활용해 AI 모델을 평가 및 개선하고, 공구 상태 모니터링의 정확도를 높일 예정이다. 또한 가공 시 발생하는 센서 신호를 실시간으로 획득하기 위해 엣지 시스템을 개발하고 있으며, 향후 엣지시스템과 생성된 AI 모델을 연동하여 실시간으로 공구의 상태를 모니터링 하는 연구를 진행 중에 있다.
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