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            초록
          
        

        
          In the semiconductor manufacturing industry, efficient operation of wafer transfer robots has a direct impact on productivity and product quality. Ball screw misalignment anomalies are a critical factor affecting precision transport of robots. Early diagnosis of these anomalies is essential to maintaining system efficiency. This study proposed a method to effectively diagnose ball screw misalignment anomalies using 1D-CNN and 2D-CNN models. This method mainly uses binary classification to distinguish between normal and abnormal states. Additionally, explainable artificial intelligence (XAI) technology was applied to interpret diagnostic decisions of the two deep learning models, allowing users to convince prediction results of the AI model. This study was based on data collected through acceleration sensors and torque sensors. It compared accuracies of 1D-CNN and 2DCNN models. It presents a method to explain the model's predictions through XAI. Experimental results showed that the proposed method could diagnose ball screw misalignment anomalies with high accuracy. This is expected to contribute to the establishment of reliable abnormality diagnosis and preventive maintenance strategies in industrial sites.
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      1. 서론
      웨이퍼 이송 로봇은 반도체 제조 공정의 핵심 장치로서 중요한 역할을 수행한다. 반도체 웨이퍼의 이송은 높은 수준의 정밀도와 정숙성을 요구하는데, 이러한 로봇은 사용 시간이 길어질수록 고장이 발생할 가능성이 증가하며, 특히 볼 스크류의 정렬유격 이상은 진동과 소음을 유발하여 전체 생산 장비의 성능 저하를 초래할 수 있다. 볼 스크류의 유격 이상은 로봇의 정밀도에 직접적인 영향을 미치므로, 이를 효과적으로 진단하는 것은 중요하다. 지금까지는 산업용 기기의 이상 진단은 주로 인간 작업자가 수행해 왔으나 이상 진단을 자동화하는 연구도 꾸준히 이루어져 왔다[1]. 자동 이상 진단 방법 중에는, 진동 데이터를 기반으로 한 다양한 방법이 연구되고 있는데, 이중, 데이터 기반 진단 방법은 많은 양의 데이터를 이용해 데이터의 특성을 찾아내고 이를 기반으로 결함을 진단하는 방식이다. KNN (KNearest Neighbors)[2], PCA (Principal Component Analysis)[3]등의 비학습 기반 방법과 인공 신경망[4], 퍼지 논리[5], 등의 학습 기반 방법 및 SVM (Support Vector Machine)[6]같은 방법이 데이터 기반 이상 진단에 사용되고 있다. 특히, 최근에는 심층학습(Deep Learning)을 활용한 다양한 데이터 기반 고장 진단이 연구되고 있다[4,7].

      심층 학습 모델은 KNN, PCA 등 기존의 기계학습 방식보다 높은 정확도를 얻을 수 있어 다양한 응용 분야에서 활용되고 있지만, 모델의 수학적 해석이 어렵고 진단 결과의 근거를 알기 어렵다는 단점이 있다. 이러한 점은 제조업 분야에서 심층 학습모델의 결과를 신뢰하는 데 장애가 될 수 있다. 심층 학습 모델은 대표적인 블랙박스 모델로 인식되었으나 최근에는 심층 학습을 통해 학습된 모델의 설명을 가능하게 하기 위한 XAI(Explainable Artificial Intelligence)에 관한 연구가 활발히 진행되고 있다[8,9]. 하지만, 대부분의 XAI 연구는 직관적인 해석이 가능한 이미지 데이터 분야에 적용되어 왔다.

      본 논문에서는 기존의 XAI기법인 Grad-CAM (Gradient-class Activation Map), FG-CAM (Frequency-domain-based Grad-cam), FFT-CAM (Fast Fourier Transform-based CAM)의 방법으로, 이상 진단 방법을 제시한 참고 문헌[10,11]의 방법을 적용하여 반도체 장비에 사용되는 웨이퍼 이송 로봇의 정렬 유격 이상을 검출하기 위한 심층 학습 기반 이상 진단 방법을 제안한다. 이상 상태의 검출에는 성능 비교를 위해 진동 신호와 토크 신호를 각각 사용하여 비교하며, 1D-CNN과 2D-CNN에 적합한 XAI 기법인 Grad-CAM, FG-CAM, FFT-CAM을 사용한 분류 활성화 맵(Class Activation Map, CAM)의 주파수 대역 시각화를 통해 모델의 이상 진단 이유를 해석할 수 있는 결과를 제시한다. 이전의 산업용 기기의 이상 진단 연구에서는 대부분 회전축 베어링 파손 이상에 관한 연구에 집중하였고 로봇의 유격 이상 진단에 관한 연구는 거의 이루어지지 않았다. 로봇에는 자체의 진동 특성이 출력 신호에 포함되기 때문에 이상을 진단하기 위한 규칙성을 찾기 어려운 점이 있다. 기존의 이상 진단 방법론을 산업용 로봇에 확장하는 것이 본 논문의 목적이다.

      논문의 구성은 다음과 같다. 2장에서는 제안하는 웨이퍼 이송 로봇의 고장 진단 시스템에 대해 서술하고 3장에서는 데이터 세트의 구성과 실험 결과에 대해, 그리고 마지막 4장은 결론으로 구성하였다.

    

    

  
    
      2. 웨이퍼 이송 로봇의 유격 이상 진단 시스템
      
        2.1 고장 진단 방법의 구성
        본 논문에서 제안하는 고장 진단 시스템의 구성은 Fig. 1과 같다. 대상이 되는 로봇은 반도체 장비에 사용되는 웨이퍼 이송용 로봇이다. 우선, 가속도 센서와 토크 센서로부터 진동 신호와 토크 신호를 검출한다. 토크 신호는 장비에 장착된 제어용 토크 센서나 서보 드라이버의 전류 센서로 검출할 수 있어 추가적인 하드웨어가 필요 없다는 장점이 있다. 검출된 신호는 데이터 전처리를 거쳐 판정 모델의 입력으로 사용된다. 입력 데이터는 성능 비교를 위해 1D-CNN 모델과 2D-CNN 모델로 구성하였으며, 1D-CNN 모델은 시간 영역의 원시 신호를 사용하고, 2D-CNN 모델은 STFT (Short Time Fourier Transform)를 통해 얻은 파워 스펙트럼(Power Spectrum)을 시각화한 스펙트로그램(Spectrogram)을 입력으로 사용한다. 스펙트로그램은 음성 신호의 시각화에 많이 사용하는 기법이다[12]. 이상 상태 분류는 1D-CNN 모델과 2D-CNN 모델을 독립적으로 활용하여 이루어진다. 이 두 모델은 신호로부터 각각 다른 특성을 추출하여 학습하며, 이를 통해 이상의 유무를 분류한다. 또한 분류 결과를 설명하기 위해 2D-CNN 모델은 Grad-CAM 기법을 활용하여 시각화하고, 1DCNN 모델은 FFT-CAM 및 FG-CAM을 이용하여 주파수 영역에서의 예측 결과를 설명한다. 고장 진단기의 각 과정에서 사용된 관련 배경 연구는 다음과 같다.

        
          
          

          Fig. 1 
				
          

          
            The proposed diagnostic system
          
          

          

        

        
          (1) STFT[13]
          신호 x(t)의 STFT X(τ,w)는 식(1)과 같이 x(t)와 짧은 시간 간격에서만 0이 아닌 값을 갖는 윈도우 함수 w(t)와의 곱의 Fourier 변환이다. 윈도우 함수는 Hann Window나 Gaussian Window를 주로 사용한다.
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          (2) 스펙트로그램[12]
          스펙트로그램은 STFT한 결과에서 |X(τ, w)|2의 값을 시간 축과 주파수 축의 2차원으로 시각화한 것으로 진폭을 색깔이나 명암으로 표시한다. 본 연구에서는 스펙트로그램을 사람이 정보를 얻기 위한 용도가 아닌, AI 인식 모델의 입력으로 사용한다.

        

        
          (3) 1D-CNN 모델 및 2D-CNN 모델
          1D-CNN은 주로 1차원 데이터 처리에 특화된 신경망 구조로, 심층학습을 활용한 결함 진단 분야에서 널리 사용되고 있다. 이 모델은 주로 시계열 데이터와 같은 1차원신호를 다루는 데 적합하며, 데이터를 추가 변환하지 않고도 직접 처리할 수 있는 장점을 가지고 있다[17]. 1D-CNN 모델에서 첫 번째 입력층은 시간에 따른 신호 데이터를 받아들이고 이어지는 여러 개의 합성곱 층에서는 ‘Tanh’ 활성화 함수를 사용하여 각각 128, 64, 32, 16, 8개의 필터와 16, 8, 4, 4, 4의 커널 크기로 신호의 특징을 추출한다. 각 합성곱 층 다음에는 과적합(Overfitting)을 방지하고 모델의 일반화 능력을 향상시키기 위해 최대 풀링과 드롭아웃 층을 적용한다. 마지막으로, 신호는 전역 평균 풀링 층을 통과하며, 소프트맥스(Softmax) 활성화 함수를 사용하는 밀집층에서 각 클래스로 분류되는 출력을 결정한다.

          2D-CNN모델은 VGG (Visual Geometry Group)로 알려진 이미지 인식을 위한 심층 학습 모델을 사용하며, 224 × 224 크기의 이미지의 입력하여 이미지의 내용을 클래스로 분류할 수 있다. VGG-16과 VGG-19모델이 사용되는데 각각 16개와 19개의 컨볼루션 층을 갖는다. 산업용 시스템의 진단에서는 신호의 스펙트로그램 이미지로 VGG 모델을 재학습시킨 전이학습(Transfer Learning) 모델을 고장 진단에 활용한다[14].

        

        
          (4) Grad-CAM [15]
          CAM (Class Activation Map)은 설명 가능한 인공 지능 기법중 하나로, CNN의 결과에 영향을 미친 픽셀의 위치를 시각적으로 표현하여 신경망을 해석하는 기법이다[16]. 이 방법은 CNN의 마지막 합성곱 계층을 전역 평균 풀링(Global Average Pooling, GAP)을 통해 완전 연결 계층으로 변환하고, 각 완전연결 계층의 포인트를 활성화 계층의 가중치로 사용하여 이미지를 분류한다. CAM은 마지막 합성곱 계층에서만 사용할 수 있는 한계가 있는데 Grad-CAM은 이러한 CAM의 단점을 극복하기 위해 개발된 모델 중 하나로, 가중치 대신 역전파 기울기를 활용하여 히트맵(Heat Map)을 생성한다[17]. 클래스 c의 가중치와 Grad-CAM의 수식은 식(2) 및 (3)과 같다. 여기서 yc는 클래스 c의 출력, Ak는 k번째 필터, h와 w는 필터의 높이와 넓이, N은 필터의 개수, ak는 k번째 필터의 가중치이다.
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          (5) FG-CAM [10]
          Grad-CAM 기법에 대한 주파수 대역의 해석으로, Grad-CAM의 ReLU 함수를 Welch’s Method 파워 스펙트럼으로 대체하여 주파수 분석을 수행한다. 마지막 레이어의 필터 Fk의 가중치 a^kc는 다음 식(4)와 같다.

          
            
              
                	
                  
                    
                      
                        
                          
                            
                              a
                            
                            ^
                          
                        
                        
                          k
                        
                        
                          c
                        
                      
                      =
                      
                        
                          1
                        
                        
                          n
                        
                      
                      
                        
                          ∑
                          
                            i
                            =
                            1
                          
                          
                            n
                          
                        
                        
                           
                        
                      
                      
                        
                          ∂
                          
                            
                              y
                            
                            
                              c
                            
                          
                        
                        
                          ∂
                          
                            
                              F
                            
                            
                              i
                            
                            
                              k
                            
                          
                        
                      
                      /
                      
                        
                          Σ
                        
                        
                          i
                          =
                          1
                        
                        
                          n
                        
                      
                      
                        
                          F
                        
                        
                          i
                        
                        
                          k
                        
                      
                    
                  
                
                	
                  (4) 
				
                
              

            

          

          그리고, 계산된 필터의 가중치는 식(5)와 같다. 여기서 P(·) (f) Welch’s Method 파워 스펙트럼이다.
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          (6) FFT-CAM [11]
          FG-CAM에서는 계산된 필터 가중치 a^kc와 필터 Fk를 곱한 결과에 Welch’s Method 대신 식(6)과 같이 푸리에 고속 변환(FFT) 기법을 적용한 파워 스펙트럼을 이용한다. 식에서 PF(f)는 푸리에 변환에 의한 파워 스펙트럼을 의미한다.
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      3. 실험 및 결과
      
        3.1 실험 장치 구성
        실험 장치는 Fig. 2와 같이 웨이퍼 이송 로봇이 설치된 프레임에 가속도 센서를 부착하여 진동 신호를 측정하고, 토크 신호는 서보 드라이버를 통해 수집하였다. Z축의 상하 운동을 대상으로 15초간 4가지 다른 속도로 이동하며 실험을 수행했다. 진동과 토크 값의 샘플링 주파수는 각각 4,000과 66.67 Hz이다. Fig. 3은 정상상태와 볼 스크류 축 유격 이상이 있는 상태에서의 가속도 신호의 스펙트로그램과 원신호를 나타낸 것이고 Fig. 4는 같은 조건에서의 토크 신호의 스펙트로그램과 원신호를 그린 것이다.

        
          
          

          Fig. 2 
				
          

          
            Experimental setup
          
          

          

        

        
          
          

          Fig. 3 
				
          

          
            Acceleration signal spectrogram (above) and original signal (below) (a) Normal (b) Ball screw misalignment
          
          

          

        

        
          
          

          Fig. 4 
				
          

          
            Torque signal spectrogram (above) and original signal (below) (a) Normal (b) Ball screw misalignment
          
          

          

        

      

      
        3.2 훈련
        훈련, 검증, 테스트 단계에서 사용한 데이터의 수는 Table 1과 같다. 볼 스크류의 전체 이송 변위는 355 mm이고 이동 속도는 200-500 mm/s 사이에서 4단계로 나누어 구동하면서 데이터를 측정하였다. 각 속도 별로 각각 25개씩 구동 시 발생하는 진동 신호와 토크 신호를 수집하고 모델 훈련할 때는 Adam 옵티마이저를 사용하였고, 손실함수(Loss Function)는 Categorical Cross-entropy를 사용하였으며, 반복횟수(Epochs)는 150으로 설정하였다. 이때 볼스크류 유격 이상은 0.4 mm이다. 이상 검출 문제는 구분해야 할 클래스를 정상과 볼 스크류 유격 이상의 2진 분류 문제로 훈련한 후 시험하였다. 분류 문제에 대해 훈련 과정의 손실 함수는 가속도 센서인 경우 Fig. 5, 토크 센서를 사용한 경우는 Fig. 6과 같다.

        
          Table 1 
				
          

          
            Data sets for experiments
          
          

        

        
          
            
              	Class
              	# Training data
              	# Validation data
              	# Test data
              	# Total
            

          
          
            	Fault
            	68
            	16
            	16
            	100
          

          
            	Normal
            	68
            	16
            	16
            	100
          

        

        

        
          
          

          Fig. 5 
				
          

          
            Loss function (acceleration data)
          
          

          

        

        
          
          

          Fig. 6 
				
          

          
            Loss function (torque data)
          
          

          

        

        가속도 센서 데이터의 경우, 1D-CNN과 2D-CNN 모두 매우 낮은 손실 값을 기록하며 100%의 정확도를 보였고, 2D-CNN의 성능이 더 우수함을 나타냈다. 반면, 토크 센서 데이터에서는 1D-CNN이 초기 손실이 높았으나 훈련 후 안정적인 감소를 보였으며, 최종 손실 값은 약 0.247로 나타났다. 2D-CNN은 손실값이 더 낮았으나, 정확도가 약간 감소하여 96.88%로 평가되었다. 이는 토크 데이터를 이용한 분류기의 성능이 가속도 데이터를 사용했을 때보다 상대적으로 낮음을 보여준다.

      

      
        3.3 결과
        
          3.3.1 이상 감지 정확도
          구현된 고장 진단 장치의 테스트 결과는 Table 2와 같다. 가속도 센서를 사용한 경우 정상/비정상을 구분하는 2 클래스 문제에서는 모든 모델에서 100%의 정확도를 보였다. 토크 센서를 사용하는 경우 정상/비정상을 구분하는 2 클래스 문제에서는 모델에 따라 100, 97%의 정확도를 보였다. 이상 검출에 있어서 진동 센서 및 토크 센서 모두, 유격 이상 문제에 대해서 진동 정보 획득에 적합한 것으로 판단된다. 토크 센서 정보를 이용하여 2D-CNN을 사용하는 경우의 혼동 행렬을 Table 3과 같다.

          
            Table 2 
				
            

            
              Diagnosis accuracy
            
            

          

          
            
              
                	Sensor type
                	Model
                	Classes
                	Accuracy %
              

            
            
              	Acceleration sensor
              	1D-CNN
              	2
              	100
            

            
              	2D-CNN
              	2
              	100
            

            
              	Torque sensor
              	1D-CNN
              	2
              	100
            

            
              	2D-CNN
              	2
              	97
            

          

          

          
            Table 3 
				
            

            
              Confusion matrix, (Torque sensor, 2D-CNN)
            
            

          

          
            
              	Fault
              	1.0
              	0.0
            

            
              	Normal
              	0.06
              	0.94
            

            
              	
              	Fault
              	Normal
            

          

          

        

        
          3.3.2 T-SNE 그래프
          T-SNE 그래프는 차원 축소를 통해 유사한 데이터들을 서로 가깝게 배치하는 시각화 장치로, 사용한 분류 방법이 문제 해결에 얼마나 유용할 지 판단할 수 있는 장치이다[18]. 가속도계를 사용하는 경우 T-SNE 그래프는 Figs. 7과 같고 8은 토크 센서를 사용한 경우의 그래프이다. 두 범주의 데이터가 명확히 분리되어 있는 것을 보여준다.

          
            
            

            Fig. 7 
				
            

            
              T-SNE graph of acceleration data case
            
            

            

          

          
            
            

            Fig. 8 
				
            

            
              T-SNE graph of torque data case
            
            

            

          

        

        
          3.3.3 XAI모델 해석
          (1) Grad-CAM 적용 모델 해석

          먼저, Grad-CAM을 활용하여 CNN 모델의 결과를 분석하였다. 가속도 및 토크 센서로부터 얻은 웨이퍼 이송 로봇의 신호-주파수 이미지에 Grad-CAM을 적용한 결과를 Figs. 9와 10에 나타냈다. 이를 통해 정상, 볼 스크류 유격 이상의 2가지 클래스 문제인 경우에 모델의 가중치가 큰 주파수 영역이 서로 다른 것을 확인할 수 있었다. 특히, AI는 이 두 상태를 구분하는데 있어 각각의 특징을 효과적으로 식별할 수 있음을 보여주었다.

          
            
            

            Fig. 9 
				
            

            
              STFT and Grad-CAM result (acceleration data)
            
            

            

          

          
            
            

            Fig. 10 
				
            

            
              STFT and Grad-CAM result (torque data)
            
            

            

          

          (2) FG-CAM 적용 모델 해석

          모델 해석을 위해 원신호의 주파수 대역의 파워 스펙트럼 밀도(Power Spectrum Density, PSD) 그래프와 FG-CAM을 사용한 분류 활성화 신호(CAM)의 파워 스펙트럼 밀도 그래프를 비교하였다. 이를 통해 모델이 주파수 영역에서, 원신호의 어느 주파수 영역을 주로 분류에 활용하는지에 대한 해석을 수행하였다. Fig. 11은 가속도 정보를 사용한 경우로 테스트 데이터에 대한 이상과 정상 클래스의 평균 PSD 그래프를 나타내고 있다. 푸른색 그래프는 원신호의 PSD이고 붉은색 그래프는 CAM신호의 PSD이다. 푸른색 박스는 분류 활성화 신호 대비 원신호의 주파수 성분의 중간 영역을 표시한다. 볼 스크류 측 결함의 경우, 모델이 원신호에서 두드러지지 않은 0부터 300 Hz 미만의 주파수 대역에 가중치를 두고 참조하고 있음을 확인할 수 있다. 또한, 정상 데이터에서도 정상 클래스의 분류를 위해 0부터 500 Hz 미만과 1,400 Hz부터 주파수 대역을 가중치를 두어 참조하고 있음을 알 수 있다. Fig. 12는 토크를 사용한 경우의 테스트 데이터에 대한 결함과 정상 클래스의 평균 PSD 그래프를 나타내고 있다. 또한, 푸른색 박스는 분류 활성화 신호 대비 원신호의 주파수 성분이 낮은 영역을 표시한다. 정상 상태와 고장 상태의 주파수 대역을 식별하기가 어려운 반면, 각각의 진폭 차이가 나서 주파수 대역의 진폭 부분에 가중치를 두어 참조하고 있음을 확인할 수 있다. 모델 해석 실험 결과를 통해, 정상과 이상 상태를 포함한 2진 클래스에 대하여 모델이 주로 분류에 활용하는 대역이 원신호의 신호 성분과는 차이가 있음을 알 수 있다. 이 결과는 모델이 학습을 통해 필요한 정보에 가중치를 부여하여 분류하고 있음을 나타낸다.

          
            
            

            Fig. 11 
				
            

            
              Raw signal and FG-CAM result (acceleration data)
            
            

            

          

          
            
            

            Fig. 12 
				
            

            
              Raw signal and FG-CAM result (torque data)
            
            

            

          

          (3) FFT-CAM 적용 결과

          다음에는 FFT-CAM을 이용한 모델 해석을 수행하였다. 모델의 해석은 입력으로 이용되는 원신호의 주파수 대역의 PSD 그래프와 FFT-CAM 기법을 통한 분류 활성화 신호(CAM Signal)의 파워 스펙트럼 밀도 그래프의 시각적 비교를 통해 결과를 도출하였다. 모델의 동작을 설명하기 위해, 실제로 원신호가 포함하고 있는 신호의 주파수 성분과 모델이 주시하는 특성 신호의 주파수 성분을 비교하였다. 이를 통해 원신호의 어느 주파수 대역을 모델이 선택하여 분류에 활용하였는지에 대해 해석할 수 있다. Fig. 13은 가속도계를 사용한 경우를 나타내며, 테스트 데이터에 대한 결함과 정상 클래스의 평균 PSD 그래프이다. 푸른색 박스는 원신호의 주파수 성분이 약 500 Hz부터 주파수 대역에 속함을 나타낸다. 볼 스크류 측 결함에서 모델은 원신호에서 두드러지 않은 0부터 250 Hz 미만의 저주파 대역에 가중치를 참조하고 있음을 알 수 있다. 마찬가지로 정상 데이터를 정상으로 분류하기 위해 0부터 250 Hz 미만의 주파수 대역에 비중 있게 활용하고 있음을 확인할 수 있다. Fig. 14는 토크 정보를 사용한 경우이다. 푸른색 박스는 원신호의 주파수 대역의 PSD그래프로 저주파 대역에 속한다는 것을 나타내고 붉은색 박스는 모델이 원신호의 주파수 대역의 PSD 그래프에는 두드러지지 않은 분류 활성화 신호임을 나타낸다. 결함과 정상 데이터의 주파수 대역이 원신호의 어느 부분에 중점을 두어 분류했는지 식별하기 어렵지만, 진폭 부분에서 큰 차이를 보이고 있어서 주파수 대역의 진폭 부분에 큰 가중치를 두고 있음을 확인할 수 있다. 모델 해석 실험 결과를 통해, 정상과 이상 상태를 포함한 2진 클래스에 대하여 모델이 주로 참조해서 보는 대역이 원신호의 신호 성분과는 차이가 있음을 알 수 있다. 이 결과는 모델이 학습을 통해 필요한 정보에 가중치를 두고 분류하고 있음을 나타낸다.

          
            
            

            Fig. 13 
				
            

            
              Raw signal and FFT-CAM result (acceleration data)
            
            

            

          

          
            
            

            Fig. 14 
				
            

            
              Raw signal and FFT-CAM result (torque data)
            
            

            

          

        

      

    

    

  
    
      4. 결론
      본 논문에서는 반도체 장비용 웨이퍼 이송 로봇의 정렬 유격 이상을 진단하기 위해 진동 신호와 토크 신호를 이용한 심층 학습 기반의 이상 진단 방법을 제안하였다. 1D-CNN 모델과 2DCNN 모델을 사용한 실험 결과, 가속도 센서를 사용한 경우 정상/비정상을 구분하는 2클래스 문제에서 모든 모델에서 100%의 정확도를 보였고 토크 센서를 사용하는 경우 정상/비정상을 구분하는 2클래스 문제에서는 모델에 따라 100, 97%의 정확도를 보였다. 진동 센서 및 토크 센서 모두 볼 스크류 유격 이상을 검출할 수 있음을 확인하였다. 또한, Grad-CAM, FG-CAM, FFT-CAM을 사용한 분류 활성화 맵의 주파수 대역 시각화를 통해 모델이 어떻게 이상 진단을 수행하는지 해석할 수 있었다. 이러한 분석을 통해, 정상 상태와 볼 스크류 정렬 유격 이상 상태를 구분할 때 모델이 각각 다른 주파수 영역에 높은 가중치를 두고 있음을 확인하였고 AI를 이용한 진단 모델은 이 두 상태를 효과적으로 식별할 수 있는 능력을 보여주었다.

      본 연구의 목적은 그동안 회전 기기의 베어링 파손 이상 진단을 중심으로 이루어진 AI를 이용한 자동 진단 기법을 산업용 로봇에까지 확장하는 것이다. 이를 위하여 다양한 분류 방법과 해석 방법에 대해 비교연구를 통해 적합한 진단 방법을 제시하였다. 연구를 통해 제안된 방법이 웨이퍼 이송 로봇의 볼 스크류 유격 이상을 높은 정확도로 진단할 수 있음을 보여주었으며, 이는 산업 현장에서의 신뢰할 수 있는 이상 진단 및 예방 유지보수 전략 수립에 기여할 것으로 기대된다. 향후 추가적으로 연구해야 할 내용은 다음과 같다.

      (1) 웨이퍼 로봇이 다품종 소량 생산이어서 이상 데이터를 구하기 어려운 점을 고려하여, 제조 후 바로 출하되는 과정에서 추가 시험이 어려운 상황을 극복하기 위해 출하 후 운전 사이클에 맞춘 시험 사이클을 설정하여 실험 데이터를 확보할 계획이다.

      (2) 상하 운동이 정속도가 아니고 반복 사이클인 점을 반영하여, 로봇의 다양한 주파수에서의 응답을 분석하고, 반전 운동 시 발생하는 충격파의 영향을 연구하여 모델이 전 주파수에서 고르게 반영하도록 개선할 예정이다.

      향후 연구를 통해, 웨이퍼 이송 로봇의 품질을 유지하고, 진단 모델의 신뢰성을 높여 산업용 자동화 장치의 예방 유지보수에 활용할 수 있을 것으로 예상한다.

    

    

  
    
      NOMENCLATURE
      
        
          	
          	
        

        
          	
            BS : 
          
          	
            Ball Screw Misalignment
          
        

        
          	
            Grad-CAM : 
          
          	
            Gradient-based Class Activation Map
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